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Absztrakt

A dolgozat a páros összehasonlítási mátrixok (PCM-ek) konzisztens közelítését vizsgálja az

Analytic Hierarchy Process (AHP) keretében, különös tekintettel az inkonzisztens és hiá-

nyos adatokból történ® stabil súlyvektor-becslésre. Egy integrált keretrendszert mutatunk

be, amely két komplementer numerikus eljárást egyesít. Kis és közepes méret¶ mátrixok-

nál (n ≤ 10) gradiens�projekciós �xpontiterációt alkalmazunk a Frobenius-hiba minima-

lizálására, simplex-projekcióval és Armijo-szabály szerinti adaptív lépéshosszal. Hiányos

PCM-eknél a megoldhatóságot és egyediséget a kapcsolódó összehasonlító gráf összefügg®-

ségéhez kötjük, és az optimalizációt a reciprok kiegészítéssel de�niált meg�gyelési halmazon

végezzük.

Nagy PCM-ek (n ≫ 10) esetén grafon-alapú megközelítést vezetünk be: a PCM-et s¶r¶

súlyozott gráfként értelmezzük, spektrális klaszterezéssel blokkos struktúrát detektálunk,

majd geometriai közép alapú iteratív �nomítással konzisztens közelítést állítunk el®. Egy

szintetikus tesztben (50× 50, σ = 0.2) a grafon módszer a vizsgált példában alacsonyabb

log-térbeli Frobenius-hibát adott, mint az EM és ANM, miközben a konstruált közelít®

mátrixra a konzisztenciaarány gyakorlatilag zérus, azaz a kapott W numerikusan konzisz-

tens. Valós példaként WTA tenisz adatokon stabil rangsort kapunk, jó egyezéssel klasszikus

eljárásokhoz.

A dolgozat témájához kapcsolódóan két tudományos cikk jelent meg, illetve került el-

fogadásra. Az Integrated Dynamic Projection and Graphon-Based Framework for Robust

Pairwise Comparison in Analytic Hierarchy Process cím¶ cikk a Knowledge-Based Systems

folyóiratban jelent meg 10.1016/j.knosys.2025.114829 DOI-azonosítóval; ez f®ként a

dinamikus projekciós és grafon-alapú keretrendszerhez kapcsolódik. A Gradient-Projection

Fixed-Point Iteration for Consistent Approximation of Pairwise Comparison Matrices in

the Analytic Hierarchy Process cím¶ tanulmány az International Journal of General Sys-

tems folyóiratban került elfogadásra 10.1080/03081079.2026.2669180 DOI-azonosítóval;

ez a gradiens�projekciós �xpontiteráció elméleti és numerikus alapjait tárgyalja.
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1. Bevezetés

A természetben gyakran találkozunk olyan rendszerekkel, amelyekben páronként mérhet®

vagy meg�gyelhet® preferenciák, kölcsönhatások vagy összehasonlítások alkotnak komplex

hálózatot. Ilyen rendszerek modellezésénél központi kérdés, hogyan lehet az inkonzisztens,

zajos vagy hiányos adatokból stabil, megbízható globális rendezést vagy súlyozást nyerni.

Az ilyen problémák széles körben megjelennek döntéstámogatásban, rangsorolásban, há-

lózatelemzésben, s®t analóg matematikai struktúrák fellelhet®k �zikai rendszerek, például

rugóhálók, potenciálterek leírásában is, ahol a cél szintén egy konzisztens állapot megta-

lálása inkonzisztens kezdeti feltételekb®l indulva. A dolgozat célja egy olyan matematikai

keretrendszer kidolgozása, ami megfelel®en kezeli ezen kihívásokat kis és nagy méret¶ rend-

szerekben egyaránt.

A páros összehasonlítási mátrixok a többkritériumos döntéshozatal alapvet® eszközei,

amelyek lehet®vé teszik a döntési alternatívák és kritériumok relatív fontosságának szám-

szer¶sítését. Az Analytic Hierarchy Process (AHP) keretében, amelyet Saaty dolgozott ki

[1], ezek a mátrixok központi szerepet töltenek be a komplex döntési problémák strukturá-

lásában és megoldásában. A gyakorlati alkalmazások során azonban gyakran találkozunk

inkonzisztens adatok problémájával, mely jelent®sen befolyásolhatja a döntéshozatal meg-

bízhatóságát. Az ilyen mátrixok konzisztens közelítése ezért kulcsfontosságú feladat, amely

közvetlenül hozzájárul a döntéstámogató rendszerek hatékonyságához.

A konzisztens közelítés problémája régóta jelen van a szakirodalomban, és számos nu-

merikus módszer született a megoldására. Saaty és Vargas összehasonlította a sajátérték-

alapú, a logaritmikus legkisebb négyzetek és a hagyományos legkisebb négyzetek módszereit

[2], rámutatva arra is, hogy a választott norma alapvet®en befolyásolja az eredmény pontos-

ságát. A Frobenius-norma alkalmazása, melyet Choo és Wedley javasolt, bevett választás

az AHP-ok esetében [3]. Magyar kutató(k) is számos eredménnyel járultak hozzá a terület

fejl®déséhez: Anholcer és társai. egyszer¶sített legkisebb négyzetek szerinti megoldást ja-

vasolt [4], Bozóki kisebb méret¶ mátrixok optimális megoldásait vizsgálta [5, 6], míg Fülöp

a konzisztens mátrixok közelítésével foglalkozott [7]. A projekciós megközelítések terén

Barzilai és Fedrizzi, Brunelli és Caprila alapozták meg a vektortér-alapú módszereket [8,

9].

Jelen dolgozat egy integrált keretrendszert mutat be, amely két komplementer nume-

rikus módszert ötvöz a konzisztens közelítés problémájának megoldására. Kis és közepes

méret¶ mátrixok (n ≤ 10) esetében egy �xpontiterációs módszert alkalmazunk, amely

Lagrange-multiplikátorokra és a Brouwer-féle �xponttételre épül, gyors konvergenciát és

numerikus stabilitást biztosítva. Ez a módszer inkonzisztens mátrixok esetén a Saaty-féle

sajátvektor-módszerrel azonos súlyvektorra vezet. Nagy méret¶ mátrixok (n ≫ 10) keze-

lésére egy grafon-alapú megközelítést vezetünk be, amely a páros összehasonlítási mátrixo-

kat s¶r¶ súlyozott gráfokként modellezi, és spektrális klaszterezéssel közelíti a konzisztens

mátrixot. A grafon módszer kifejezetten olyan alkalmazásokra alkalmas, mint a hálózati

rangsorolás [10] vagy közösségi közlekedés tervezése [11], ahol nagy PCM-ek automatizált
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adataggregációból származnak.

A dolgozat célja, hogy bemutassa a javasolt keretrendszer elméleti alapjait, gyakorlati

alkalmazhatóságát és eredményességét. A munka során lineáris algebrai eszközökkel újból

igazoljuk Saaty eredményét a konzisztens páros összehasonlítási mátrixok sajátértékeire

vonatkozóan [1, 12], majd részletesen kidolgozzuk mind a �xpontiterációs, mind a grafon-

alapú eljárást. A grafon módszer spektrális klaszterezést és iteratív �nomítást alkalmaz

nagy PCM-ek hatékony kezelésére, kihasználva a grafhatár elméletet [13, 14].

A dolgozat újdonsága, egy kapcsolódási, súlyozott kitöltési stratégia hiányos mátrixok

kezelésére, amely akár ⌊
(
n
2

)
/2⌋ hiányt is kezel összefügg® összehasonlító gráf esetén. A

módszerek tesztelésére valós WTA tenisz adatokat (28×28 hiányos PCM), nagy szinte-

tikus mátrixokat (akár 100×100), és szimulációkat változó hiányarányokkal (0%�60%) is

használunk. Az eredmények azt mutatják, hogy a dinamikus projekciós módszer kis mátri-

xoknál megegyezik vagy felülmúlja a bevett módszereket robusztusságban és koherenciában

versenyképes hatékonysággal, míg a grafon módszer jó skálázhatóságot és konzisztenciát

biztosít nagy mátrixok esetén.

A bemutatott módszer hozzájárul a döntéstámogató rendszerek területéhez, különösen

az inkonzisztens és hiányos páros összehasonlítási mátrixok közelítésének területén. A

bemutatott integrált keretrendszer nemcsak az AHP keretében, hanem más mátrixalapú

döntéshozatali modellekben is hasznosítható lehet. A módszerek komplementer jellege, a

dinamikus projekció adaptálhatósága kis mátrixoknál és a grafon módszer skálázhatósága

nagy mátrixoknál, egy lehetséges keretrendszert ad a modern döntéshozatali problémák

széles spektrumára. A kapott matematikai keretrendszer �zikai analógiákon keresztül ér-

telmezhet®.

Egy gyakorlati döntési helyzet PCM-re való leképezése három lépésben történik:

� Kritériumok rögzítése. Legyenek az alternatívák x1, . . . , xn (pl. beszállítók), és a

kritériumok c1, . . . , cm (pl. költség, min®ség, szállítás, megbízhatóság).

� Páros összehasonlítások el®állítása. Minden kritériumra egy n×n PCM-et képe-

zünk: A(k)
ij > 0 jelenti, hogy xi mennyivel preferáltabb xj-nél ck szerint. A reciprocitás

A
(k)
ji = 1/A

(k)
ij .

� Aggregáció és súlyok. A kritériumok súlyait pk > 0 (összegük 1) egy külön m×m

kritérium-PCM-b®l számítjuk. A végs® PCM az AHP standard multiplikatív aggre-

gációjával:

Aij =
m∏
k=1

(
A

(k)
ij

)pk
.

Ekkor a dolgozat módszerei azA-hoz keresnek olyanw súlyvektort, hogyWij = wi/wj

a lehet® legjobban közelítse A-t (teljes vagy hiányos esetben). A kimenet w a relatív

fontosság.
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2. Célkit¶zés

A dolgozat célja egy integrált keretrendszer kidolgozása a páros összehasonlítási mátrixok

(PCM-ek) konzisztens közelítésére az Analytic Hierarchy Process (AHP) keretében, különös

tekintettel az inkonzisztens és hiányos mátrixok kezelésére. A kutatás két komplementer

numerikus módszert ötvöz: kis és közepes méret¶ mátrixok (n ≤ 10 ) esetén gradienspro-

jekciós �xpont-iterációt, nagy méret¶ mátrixok (n ≫ 10) esetén pedig grafon-alapú eljárást

alkalmazva. A konkrét célkit¶zések között szerepel a �xpontiterációs módszer bevezetése

Lagrange-multiplikátorokra és Brouwer-féle �xponttételre építve, Frobenius-norma szerin-

ti minimális közelítés elérése numerikus stabilitás mellett. Továbbá dinamikus projekciós

keretrendszer fejlesztése ortonormális bázissal, súlyozott projekcióval és SVD-alapú inkon-

zisztenciamér®vel, hiányos mátrixok kezelésére kapcsolódási súlyozott kitöltéssel. Nagy

PCM-eknél grafon-modellezés spektrális klaszterezéssel és iteratív �nomítással a skáláz-

hatóság növelésére. A módszerek elméleti igazolása konvergencia-bizonyításokkal és hiba-

korlátokkal, numerikus validáció példákkal, szimulációkkal és valós adatokkal (pl. WTA

tenisz rangsor). A kutatás hozzájárul az AHP módszertan fejl®déséhez, különösen az

inkonzisztens és hiányos adatok kezelésében, átfogó megoldást kínálva döntéshozatali prob-

lémákra elméleti és gyakorlati szinten. Végül a matematikai módszer �zikai numerikus

szimulációk során való használhatóságával foglalkozunk.
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3. Gradiensprojekciós �xpont-iteráció AHP súlyvektorokhoz

A következ® szakaszban gradiensprojekciós �xpont-iterációs módszert javaslunk a páros

összehasonlító mátrixok konzisztens közelítésének problémájára az AHP esetén. A megkö-

zelítés az inkonzisztens preferenciák kihívásait kezeli a Frobenius-norma minimalizálásával,

biztosítva a numerikus stabilitást és robusztusságot a Brouwer-�xpont tétel és a Lagrange-

módszer integrációjával.

3.1. Probléma megfogalmazása

Legyen A ∈ Rn×n egy páros összehasonlító mátrix pozitív elemekkel (aij > 0), kielégít-

ve a reciprocitás feltételét: aijaji = 1 minden i, j = 1, . . . , n-re. A mátrix konzisztens,

ha aijajk = aik minden i, j, k-ra, de gyakorlatban gyakran inkonzisztenciák keletkeznek

szubjektív preferenciák miatt. Célunk A közelítése egy konzisztens mátrixszal W ∈ Rn×n,

de�niálva egy súlyvektorral w = (w1, w2, . . . , wn)
T , ahol wi > 0, és Wij = wi/wj. Az

optimalizálási probléma:

min
w

∥A−W∥2F hogy
n∑

i=1

wi = 1, wi > 0 ∀i, (1)

ahol ∥ · ∥F a Frobenius-normát jelöli, mint

∥A−W∥2F =
n∑

i=1

n∑
j=1

(
aij −

wi

wj

)2

.

A Frobenius-normát a konzisztenciasértések mér®számaként választottuk, összhangban az

AHP céljával: a preferenciák minél pontosabb leképezésével [3, 15].

Elméleti alsó határ megtalálásához használjuk a célfüggvény alsó határát az (1) szerint.

Legyen λA > 0 azA domináns sajátértéke, és λW = n a konzisztens mátrixW domináns

sajátértéke, ahogy Saaty megmutatta [1, 12]. Legyen v > 0 és u > 0 az A és W bal és

jobb domináns sajátvektorai, normalizálva, hogy ∥v∥2 = ∥u∥2 = 1.

3.1. Tétel. Tegyük fel λ∆ = |λA − n| > 0. Akkor

∥A−W∥F ≥ λ∆ vTu > 0.

Megjegyzés. Egy konzisztens mátrix W-re, ahol Wij = wi/wj és
∑n

i=1wi = 1, van Ww =

nw, így λW = n és a Perron-jobb sajátvektora arányos w-vel. Valóban,

(Ww)i =
n∑

j=1

wi

wj

wj =
n∑

j=1

wi = nwi.

Következmény. Ha λA ̸= n, akkor minw ∥A −W∥F > 0, jelezve, hogy nincs súlyvektor

w, amely tökéletes konzisztenciát ér el egy inkonzisztens mátrixnál.
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3.2. Gradiensprojekciós �xpont-iteráció

Az (1) megoldásához de�niáljuk a célfüggvényt

f(w) =
n∑

i=1

n∑
j=1

(
aij −

wi

wj

)2

,

úgy, hogy w ∈ S = {w ∈ Rn |
∑n

i=1wi = 1, wi > 0}. Itt S a nyitott szimplex; ez nem

kompakt, ezért a �xpont-létezés bizonyításához egy rögzített ε ∈ (0, 1/n) paraméterrel a

csonkolt (kompakt és konvex) részhalmazt használjuk:

Sε =

{
w ∈ Rn

∣∣∣∣∣
n∑

i=1

wi = 1, wi ≥ ε ∀i

}
.

Sε minden pontja (0,∞)n-ben van, ezért f és ∇f folytonosak Sε-en. A gradiens:

∂f

∂wk

= 2
∑
i ̸=k

1

wi

(
wk

wi

− aki

)
+ 2

∑
j ̸=k

wj

w2
k

(
ajk −

wj

wk

)
.

A Lagrange-módszerrel a (bels®) stacionárius pont kielégíti, hogy

∇f(w∗) = µ1,
n∑

i=1

w∗
i = 1, w∗

i > 0,

ahol µ a Lagrange-multiplikátor és 1 csak 1 számokból álló vektor.

Javasolunk egy gradiensprojekciós �xpont-iterációt:

w(k+1) = ΠSε

(
w(k) − α(k)∇f

(
w(k)

))
, (2)

ahol ΠSε az euklideszi projekció Sε-ra, gyakorlatban simplex-projekcióval és ε szint¶ vágás-

sal és újranormalizálással realizálható:

ΠSε(z) = arg min
v∈Sε

∥v − z∥22. (3)

A lépéshossz α(k) az Armijo-szabály szerint választva, hogy a célfüggvényértékek monoton

nemnövekedését biztosítsa.

3.1. Lemma (Projekció optimalitás a csonkolt simplexen). Legyen x = ΠSε(y) az euklide-

szi projekció de�niálva (3)-val. Akkor létezik η ∈ R és egy vektor ν ≥ 0 úgy, hogy

x = y − η1− ν, νi(xi − ε) = 0 ∀i.

Ha x ∈ int(Sε) (azaz xi > ε minden i-re), akkor ν = 0 és így x = y − η1.

3.2. Tétel (Fixpont létezése). Rögzítsünk egy α > 0 konstanst. A leképezés hε(w) =

ΠSε(w−α∇f(w)) folytonos Sε-en, és Sε-be képez. Mivel Sε nem üres, kompakt és konvex,

Brouwer �xpont-tétele alapján hε-nek létezik legalább egy �xpontja w∗
ε ∈ Sε. Ha w∗

ε bels®

pont, azaz mini w
∗
ε,i > ε, akkor kielégíti a Lagrange-stacionaritási feltételt ∇f(w∗

ε) = µ1
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alkalmas µ ∈ R-rel; ekkor stacionárius pontja az eredeti, S feletti korlátozott LS-feladatnak

is.

Megjegyzés (Nemkonvexitás). A Frobenius-norma szerinti LS-célfüggvény f a wi/wj tagok

miatt általában nem konvex a simplex felett. A fenti �xpont a kvalitatív stacionaritást

garantálja, de nem jelent automatikusan globális optimumot. Az eljárás projektált els®-

rend¶ numerikus módszer, amely stacionárius pontot keres; inkonzisztens adatoknál az

inicializálástól függ®en különböz® �xpontok adódhatnak.

3.3. Tétel (Armijo szerinti viselkedés). Tegyük fel, hogy a lépéshossz α(k)-t az Armijo-

szabálynak megfelel®en választjuk az iterációban (2). Ekkor a célfüggvényértékek {f(w(k))}
sorozata monoton nem növ®, és {w(k)} Sε-beli részsorozatainak minden akkumulációs pont-

ja w∗ a projektált stacionaritási feltételt elégíti ki: w∗ = ΠSε(w
∗ − α∇f(w∗)). Ha az

akkumulációs pont bels® pont (miniw
∗
i > ε), akkor ∇f(w∗) = µ1. A w∗ pont szigorú loká-

lis minimum, ha a transzformált Hesszián BT∇2f(w∗)B pozitív de�nit, ahol B a tangens

tér TS = {y ∈ Rn | 1Ty = 0} ortonormált bázisa. Globális optimalitás általánosan nem

garantált, mert az LS-probléma nemkonvex.

3.3. Numerikus stabilitás

A numerikus stabilitást a csonkolt halmaz Sε önmagában is biztosítja: mivel wi ≥ ε > 0,

a gradiens számításban nincs nullával osztás. A gyakorlati implementációban tipikusan

ε = 10−8 értéket használunk. Ha a transzformált Hesszián BT∇2f(w∗)B nem pozitív de-

�nit (pl. er®sen inkonzisztens mátrixoknál), lokális regularizációs/diagnosztikai eszközként

a következ® módosítást alkalmazhatjuk:

fτ (w) = f(w) + τ∥PTw∥22, PT = In −
1

n
11T .

Mivel BTPTB = In−1, a regularizált célfüggvény transzformált Hessziánja

BT∇2fτ (w)B = BT∇2f(w)B+ 2τIn−1,

ami elég nagy τ esetén pozitív de�nit [16]. A τ használata lokális regularizáció jelleg¶: az

eredeti modellt nem véglegesen módosítja, hanem diagnosztikus, illetve stabilizációs célt

szolgál.

Megjegyzés (A regularizált minimumok aszimptotikus viselkedése). Ha f -nek w† szigorú lo-

kális minimuma az S kompakt részhalmazán, és wτ ∈ argminw∈S fτ (w) jelöli a regularizált

feladat minimumát, akkor wτ → w† mid®n τ → 0. Ez meger®síti, hogy a kvadratikus re-

gularizáció csak átmeneti, lokális stabilizációs eszköz: τ → 0 esetén az eredeti, nemkonvex

LS-probléma megoldásához tér vissza.

Ez a megfogalmazás elkerüli az eredeti pszeudo-inverz megközelítés problémáit, robusz-

tus és hatékony megoldást kínálva az AHP-hez, használhatjuk mind konzisztens, mind

inkonzisztens mátrixokra.
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Legyen A ∈ Rn×n egy hiányos páros összehasonlító mátrix, ahol az elemek aij > 0

ismert (i, j) ∈ Ω ⊆ {(i, j) | 1 ≤ i, j ≤ n, i ̸= j} esetén, és aijaji = 1 az ismert párokra.

Megjegyezzük: a továbbiakban Ω jelöli az ismert összehasonlítások halmazát, S pedig

változatlanul a simplexet, hogy a két szerep ne ütközzön. A cél egy súlyvektor w ∈ S =

{w ∈ Rn |
∑n

i=1wi = 1, wi > 0} számítása úgy, hogy

wi

wj

≈ aij (i, j) ∈ Ω esetén.

A reciprocitás biztosításához kiegészítjük a mátrixot:

aji =
1

aij
ha (i, j) ∈ Ω,

alkotva Ω′ = Ω ∪ {(j, i) | (i, j) ∈ Ω}. Az eredményül kapott mátrix A′ ismert értékekkel

(i, j) ∈ Ω′ esetén, ahol aij > 0, de hiányos marad, ha néhány (i, j) pár hiányzik. Ez

a lépés összhangban van az AHP reciprocitási követelményével, így a konzisztens súlyok

meghatározhatók.

3.4. Az optimalizálási probléma

Konzisztens mátrixnál aij = wi/wj minden (i, j) ∈ Ω′ esetén. Hiányos mátrixoknál mini-

malizáljuk a hibát az ismert összehasonlításokban a Frobenius-norma alapján Ω′ felett:

fΩ(w) =
∑

(i,j)∈Ω′

(
aij −

wi

wj

)2

, (4)

ahol w ∈ S. A gradiens:

∂fΩ
∂wk

= 2
∑

i:(k,i)∈Ω′

1

wi

(
wk

wi

− aki

)
+ 2

∑
j:(j,k)∈Ω′

wj

w2
k

(
ajk −

wj

wk

)
. (5)

A gradiensprojekciós iteráció de�niálva az (2) szerint, az f helyébe fΩ-t téve, ahol

ΠSε(z) = arg min
v∈Sε

∥v − z∥22,

és α(k) az Armijo-szabály szerint választva.

Összefoglalva a hiányos adatok optimalizálását röviden:

min
w∈S

fΩ(w) =
∑

(i,j)∈Ω′

(
aij −

wi

wj

)2

. (6)

Megjegyzés (Egységes jelölés: F ). Amikor egyszerre kell teljes és hiányos esetet tárgyalni, a

célfüggvényt F jelöli: F = f teljes mátrix esetén (lásd (1)), F = fΩ hiányos esetben (lásd

(4)). A projektált iteráció és az Armijo-feltétel ekkor F -fel és ∇F -fel értend®: w(k+1) =

ΠSε(w
(k) − α(k)∇F (w(k))).

9



3.5. Feltételek a megoldhatósághoz

A súlyvektor megoldhatósága és egyedisége függ Ω′ struktúrájától, amely modellezhet®

irányított grá�al G = (V,E), ahol V = {1, . . . , n} és E = Ω′. Az irányítatlan gráf G =

(V,E), ahol E = {{i, j} | (i, j) ∈ Ω′ vagy (j, i) ∈ Ω′}, meghatározza az összefügg®séget.

3.4. Tétel. Legyen A′ egy hiányos páros összehasonlító mátrix ismert értékekkel Ω′-ben. Az

optimalizálási probléma (6) konzisztens megoldást ad (fΩ(w
∗) = 0) akkor és csak akkor, ha

az Ω′ feletti összehasonlítások ciklusfeltétele teljesül, azaz bármely ciklus (i1, i2), . . . , (ik, i1) a

G gráfban a szorzat kielégíti, hogy ai1i2 ai2i3 · · · aiki1 = 1. Az lnwi-kre felírt lineáris rendszer

együtthatómátrixa, M, az irányítatlan összehasonlító gráf logaritmikus incidenciamátrixá-

val rokon; rangja n − c, ahol c az G összefügg® komponenseinek száma. A megoldás (a

normalizálás mellett) egyedi akkor, ha G összefügg®, azaz c = 1, és ekkor rank(M) = n−1.

A pusztán |Ω′| ≥ n− 1 feltétel önmagában nem elég az egyediséghez; ahhoz az irányítatlan

összehasonlító gráf összefügg®sége szükséges.

3.5. Tétel. Egy hiányos mátrix A′-re Ω′-vel, amely kielégíti a 3.4. tétel feltételeit (ciklus-

feltétel és G összefügg®), és A′ konzisztens, az iteráció (2) (az f helyébe fΩ-val) Sε-beli

�xponthoz konvergál, amely kielégíti w∗
i /w

∗
j = aij minden (i, j) ∈ Ω′ esetén. A megol-

dás (a normalizálás mellett) egyedi szigorú lokális minimum, ha a transzformált Hesszián

BT∇2fΩ(w
∗)B pozitív de�nit.

3.6. Tétel. Egy inkonzisztens A′-re Ω′-vel, amely kielégíti a fenti grá�eltételt, az iteráció

(2) (az f helyébe fΩ-val) általában nem ad zérus hibájú megoldást; a célfüggvényértékek mo-

noton nem növeked®k, és minden bels® akkumulációs pont w∗ a Lagrange-stacionaritást elé-

gíti ki. A w∗ szigorú lokális minimum csak abban az esetben mondható, ha BT∇2fΩ(w
∗)B

pozitív de�nit; globális egyediség és optimalitás általánosan nem garantált. A pontosság re-

konstrukciós/becslési lépésként javítható úgy, hogy a hiányzó értékeket âij = w∗
i /w

∗
j , (i, j) /∈

Ω′ becsléssel pótoljuk, majd az iterációt újra alkalmazzuk. Ez a rekonstrukciós lépés nem

jelent globális konvergenciagaranciát.

Az iteráció az Armijo-szabály mellett pozitivitást és normalizálást meg®rz® numerikus

eljárás minden w(0) ∈ Sε (pl. w(0)
i = 1/n) kezd®pontból; mindazonáltal a nemkonvexitás

miatt különböz® kezd®pontokból különböz® stacionárius pontokhoz lehet konvergálni, ezért

több kezd®pont tesztelése célszer¶. Nem összefügg® G esetén a megoldások komponensen-

ként vannak meghatározva, és normalizálással egyeztethet®k össze. S¶r¶ Ω′ növelheti a

stabilitást, ahogy a numerikus tesztekben látható (3.7. alfejezet).

A súlyok (a normalizálás mellett) egyedülállóan meghatározottak, ha G összefügg® (és

ekkor szükségképpen |Ω′| ≥ n − 1, rank(M) = n − 1). Blokkstruktúrákra (csoportok

V1, V2, . . . , Vk, ahol |Vp| = np), np − 1 intra-csoport és k − 1 inter-csoport összehasonlítás

alkotva egy feszít® fát biztosítja az egyediséget, ahogy a fenti gráftételben látható.

Ez a megközelítés elkerüli a pszeudo-inverz korlátait, gyors konvergenciát kínálva (2�5

iteráció n ≤ 10 esetén) és értelmezhet® közelítést ad valós AHP-alkalmazásokhoz.
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3.6. Az egyenletrendszer numerikus közelítése

Ez a szakasz bemutatja a gradiensprojekciós �xpont-iterációs módszer numerikus imple-

mentációját a súlyvektor w ∈ S = {w ∈ Rn |
∑n

i=1wi = 1, wi > 0} számítására mind

teljes, mind hiányos páros összehasonlító mátrixoknál az AHP-ben. A módszer numeri-

kus stabilitást biztosít, alkalmassá téve valós idej¶ döntéstámogatáshoz alkalmazásokban,

mint logisztika, egészségügy és projektportfólió-kiválasztás [17, 18]. Az algoritmus Brouwer-

�xpont tételére támaszkodik a �xpont létezéséhez és integrálja az Armijo-szabályt adaptív

lépéshosszokhoz; ugyanazon Frobenius-LS célfüggvény alatt a vizsgált példákon az LLSM

[6] és az EM [15] továbbfejlesztett implementációihoz képest kisebb reziduumot adhat, mi-

közben futásid®ben tipikusan lassabb.

Az algoritmus a w-t az (4) szerinti célfüggvény (fΩ) minimalizálásával számítja, ahol Ω′

az ismert összehasonlítások halmaza (beleértve a reciprokokat) egy hiányos mátrix A′-re,

illetve teljes mátrix esetén minden (i, j) párra (ekkor F = f). Az iteráció de�niálva (2)-val,

a gradiens pedig (5)-ban.

Az algoritmus lépései (egységesen F -fel; teljes mátrix esetén F = f , hiányos esetben

F = fΩ, és Ω′ a reciprokkal kiegészített ismert összehasonlítások halmaza):

1. Inicializálás: Állítsukw(0) = (1/n, 1/n, . . . , 1/n)T , vagy használjunk véletlen vektort

Dirichlet-eloszlásból robusztusság teszteléséhez.

2. Mátrix kiegészítés: Hiányos mátrixoknál állítsuk aji = 1/aij, ha (i, j) ∈ Ω, alkotva

Ω′ = Ω ∪ {(j, i) | (i, j) ∈ Ω}.
3. Gradiens számítás: Számítsuk ∇F (w(k))-t; az Sε csonkolt halmaz miatt w(k)

i ≥ ε

automatikusan teljesül, így nincs nullával osztás.

4. Lépéshossz kiválasztás: Válasszuk α(k)-t az Armijo-szabály szerint: α(k) = βmα0,

ahol m a legkisebb nemnegatív egész úgy, hogy

F (w(k+1)) ≤ F (w(k))− γ∥w(k+1) −w(k)∥22,

továbbá β = 0.5, γ = 10−4, α0 = 0.1.

5. Projekció: Számítsuk

w(k+1) = ΠSε

(
w(k) − α(k)∇F (w(k))

)
,

ahol ΠSε(z) = argminv∈Sε ∥v− z∥22. A gyakorlati implementáció simplex-projekció, ε

szint¶ vágás és újranormalizálás.

6. Rekonstrukció (opcionális): Hiányos vagy inkonzisztens mátrixoknál, ha F (w(k)) >

εf (pl. 10−5), állítsuk âij = w
(k)
i /w

(k)
j értéket (i, j) /∈ Ω′ esetén, és ismételjük a 2. lé-

pést®l. Ez rekonstrukciós/becslési lépés, nem önálló konvergenciabizonyítás.

7. Konvergencia ellen®rzés: Az algoritmus megáll, ha

∥w(k+1) −w(k)∥∞ < εtol (pl. 10−6),

vagy max_iter = 1000 iteráció után.
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Az algoritmus konvergenciatulajdonságai:

1. Létezés: A �xpont létezését Brouwer-tételével a fenti �xpont-tétel biztosítja a hε(w) =

ΠSε(w − α∇F (w)) leképezésre.

2. Egyediség/stacionaritás: Konzisztens, G-ben összefügg® esetben a �xpont (a nor-

malizálás mellett) egyedi és F (w∗) = 0. Általános (nemkonvex, ill. inkonzisztens) eset-

ben csak stacionaritás és szigorú lokális minimum biztosítható (utóbbi BT∇2F (w∗)B

pozitív de�nitsége mellett); globális egyediség nem garantált.

3. Stabilitás: Az Sε-en való iteráció és az Armijo-szabály biztosítja a numerikus stabi-

litást. Szükség esetén a transzformált Hesszián

fτ (w) = f(w) + τ∥PTw∥22

módosítása pozitív de�nitséget eredményezhet a transzformált Hessziánra (BT∇2fτB =

BT∇2f B+ 2τIn−1); ez lokális regularizációs eszköz [16].

Inkonzisztens mátrixoknál F (w∗) > 0 tipikus; az iteráció ekkor stacionárius pontot keres

a Frobenius-LS célfüggvényre.

Az algoritmus komplexitása a következ®:

� Gradiens számítás: ∇F értékelése |Ω′| tagot követel; |Ω′| ≤ n(n−1) teljes mátrixnál,

költsége O(|Ω′|) iterációnként (s¶r¶ esetben O(n2)).

� Szimplex projekció: ΠSε számítása n elem rendezését igényli (O(n log n)) és kons-

tans idej¶ normalizálást.

� Armijo-szabály: Minden iteráció több függvényértékelést igényelhet (tipikusan O(1)

a β = 0.5 miatt), mindegyik O(|Ω′|).
� Teljes komplexitás: k iterációval (tipikusan 30�100 n ≤ 5 esetén) a teljes költség

s¶r¶ mátrixnál O(kn2), ritka esetben O(k|Ω′|). Összehasonlítás: LLSM zárt alakban

O(n2) teljes esetben (sor-geometriai-közép), de hiányos mátrixnál lineáris rendszer

miatt O(n3).

A konvergencia függ Ω′ struktúrájától:

� Lánc/Csillag struktúrák: |Ω′| = n − 1 esetén (minimális összefügg®ség) n ≤ 5

mellett tipikusan 30�70 iteráció.

� Blokkstruktúrák: np − 1 intra-csoport és k− 1 inter-csoport összehasonlítással kon-

vergencia 50�70 iterációban ritka Ω′ esetén.

� S¶r¶ struktúrák: Teljes mátrixnál (|Ω′| = n(n−1)) konvergencia 30�100 iterációban;

nagyobb vagy inkonzisztens mátrixoknál a szám szükségszer¶en n®het.

A Frobenius-norma hibák 0.2833 és 3.2964 között mozognak, ahogy a numerikus tesz-

tekben látható (3.7. alrész).

3.7. Numerikus példák

Most a gradiensprojekciós �xpont-iterációs módszerrel mutatunk be példát (3.6. alrész)

súlyok számítására páros összehasonlító mátrixokból az AHP-ben. Három példát muta-
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tunk be: egy 3× 3 inkonzisztens teljes mátrixot, egy 5× 5 inkonzisztens teljes mátrixot, és

egy 4× 4 hiányos mátrixot egy beszállító-kiválasztási forgatókönyvb®l, kezelve mind teljes,

mind hiányos eseteket. A példák megmutatják a pontosságot, konvergenciát és robusztus-

ságot az adatritkasághoz és perturbációkhoz, összehasonlítva elméleti elvárásokkal és valós

alkalmazhatósággal [17].

1. Példa: Inkonzisztens Teljes Mátrix (n = 3). Tekintsük a 3 × 3 páros összehasonlító

mátrixot A1:

A1 =

1 3 5
1
3

1 2
1
5

1
2

1

 ,

ami inkonzisztens, mivel a12a23 = 3·2 = 6 ̸= 5 = a13. Az algoritmustw(0) = (1/3, 1/3, 1/3)T

kezd®vektorral indítva a számított súlyvektor

w = (0.6463, 0.2265, 0.1272)T ,

amely 30 iterációban konvergált, a Frobenius-norma gyöke f 1/2(w) = 0.2833. Az arányok

w1

w2

≈ 2.853,
w2

w3

≈ 1.781,
w1

w3

≈ 5.082

közelítik a bemenetet, meger®sítve a módszer képességét az inkonzisztenciák kezelésére.

2. Példa: Inkonzisztens Teljes Mátrix (n = 5). Tekintsük az 5 × 5 inkonzisztens mátrixot

A2:

A2 =


1 47

17
38
17

33
20

59
20

17
47

1 34
19

45
16

73
18

17
38

19
34

1 19
6

17
6

20
33

16
45

6
19

1 49
13

20
59

18
73

6
17

13
49

1

 .

Az inkonzisztencia nyilvánvaló, például

a12a23 =
47

17
· 34
19

≈ 4.936 ̸= 38

17
≈ 2.235 = a13.

w(0) = (1/5, 1/5, . . . , 1/5)T használatával az algoritmus

w = (0.2743, 0.2741, 0.1290, 0.2515, 0.0711)T

vektort ad, 102 iterációban, f 1/2(w) = 3.2964 hibával. A magasabb iterációszám a nagyobb

és inkonzisztensebb mátrixok megnövekedett komplexitását tükrözi; a módszer ebben a

példában stabil viselkedést mutatott.

3. Példa: Hiányos Mátrix (n = 4, Supplier Selection). Tekintsünk négy alternatívát

(x1, . . . , x4) és négy kritériumot: költség (c1), min®ség (c2), szállítási pontosság (c3), meg-
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bízhatóság (c4).

A kritériumsúlyok:

(p1, p2, p3, p4) = (0.35, 0.30, 0.20, 0.15),
4∑

k=1

pk = 1.

Az aggregáció:

Aij =
4∏

k=1

(
A

(k)
ij

)pk
.

A részleges összehasonlítások reprodukciója.

A következ® kritériumonkénti arányokat választjuk:

(A
(1)
14 , A

(2)
14 , A

(3)
14 , A

(4)
14 ) = (4, 3.5, 3, 1.1264293471),

(A
(1)
23 , A

(2)
23 , A

(3)
23 , A

(4)
23 ) = (6, 4, 5, 1.1533657118),

(A
(1)
34 , A

(2)
34 , A

(3)
34 , A

(4)
34 ) = (2.5, 2.5, 1.5, 1.1160189991),

(A
(1)
12 , A

(2)
12 , A

(3)
12 , A

(4)
12 ) = (1.5, 3, 2, 1.7392867813).

Ekkor az aggregált értékek:

A14 = 40.35 3.50.30 30.20 1.12642934710.15 = 3,

A23 = 60.35 40.30 50.20 1.15336571180.15 = 4,

A34 = 2.50.35 2.50.30 1.50.20 1.11601899910.15 = 2,

A12 = 1.50.35 30.30 20.20 1.73928678130.15 = 2.

Tekintsük a 4 × 4 hiányos mátrixot A3 egy Supplier Selection folyamat esetén, a négy

beszállítót összehasonlítva költség, min®ség, szállítás és megbízhatóság alapján,

Ω = {(1, 2), (1, 4), (2, 3), (3, 4)} és

A3 =


1 2 ∗ 3
1
2

1 4 ∗
∗ 1

4
1 2

1
3

∗ 1
2

1

 ,

ahol Ω′ = {(1, 2), (1, 4), (2, 3), (3, 4), (2, 1), (4, 1), (3, 2), (4, 3)}, és G gráf összefügg®. A

mátrix konzisztens Ω′-n belül, de a kiegészítés potenciális inkonzisztenciákat vezethet be.

w(0) = (1/4, 1/4, 1/4, 1/4)T használatával az algoritmus

w = (0.3854, 0.3928, 0.1099, 0.1120)T

vektort ad, 61 iterációban, f 1/2
Ω (w) = 1.7302 hibával. A súlyok jól tükrözik a preferenciákat

(pl. költség és min®ség dominál), illusztrálva a valós alkalmazhatóságot.
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3.8. Eredmények

A robusztusság értékeléséhez perturbáljuk a 3 × 3 mátrixot ±10%-kal a12-n (3-tól 3.3-ig),

és eltávolítjuk a (2, 3)-at a 4 × 4 mátrixból, frissítve Ω′-t. A 3 × 3 esetben a perturbált

súlyvektor hibája

∥wperturbed −w∥2 ≈ 0.012,

konvergencia 32 iterációban. A 4× 4 esetben (2, 3) eltávolítása hibát ad

∥wsparse −w∥2 ≈ 0.015,

konvergencia 65 iterációban. Ezekben a példákban a módszer stabil viselkedést mutatott

perturbációk és ritkítás alatt.

Az eredmények összefoglalva az 1. táblázatban.

Mátrix Végs® súlyvektor (w) Iterációk Hiba

3× 3 (0.6463, 0.2265, 0.1272)T 30 0.2833

5× 5 (0.2743, 0.2741, 0.1290, 0.2515, 0.0711)T 102 3.2964

4× 4 (Beszállító) (0.3854, 0.3928, 0.1099, 0.1120)T 61 1.7302

Megjegyzés: Számítások standard CPU-n. Paraméterek: εtol = 10−6, max_iter = 1000, α0 = 0.1, β = 0.5, γ = 10−4, Sε

csonkolási szint ε = 10−8. Kezdeti vektor: w(0) = (1/n, 1/n, . . . , 1/n)T . A Hiba oszlop F 1/2(w) értéket jelöli; hiányos

mátrixoknál az ismert halmazon Ω′ számolva (F = fΩ), teljes mátrixoknál F = f .

1. táblázat. A gradiensprojekciós iteráció eredményei különböz® mátrixokra

A gradiensprojekciós módszer 30�102 iterációban konvergált, hibákkal 0.2833 és 3.2964

között, és a vizsgált példákon, ugyanazon Frobenius-LS célfüggvény alatt, kisebb rezidu-

umot adott, mint az LLSM [6] és az EM [15]. A beszállító-kiválasztási példa illusztrálja

a valós döntéshozatali alkalmazhatóságot, ahol a módszer értelmezhet® közelítést ad. A

nagyobb iterációszámok nagyobb vagy hiányos mátrixoknál a megnövekedett komplexitást

tükrözik; ezt jöv®beli munkák adaptív lépéshossz-stratégiákkal kezelhetik [19].

A LLSM-implementáció a sorok geometriai átlagát számítja a logaritmikus hiba mi-

nimalizálására, teljes mátrixok esetén O(n2) komplexitással [6]. Az EM-implementáció

iteratívan számítja a f® sajátvektort, a hiányzó elemeket aij = 1 értékkel kiegészítve hiá-

nyos mátrixoknál, szintén O(n2) költséggel iterációnként [15]. Mindkét módszer biztosítja

a reciprok kiegészítést (aji = 1/aij).

A tesztek az alábbi mátrixokon történtek:

� 3× 3 inkonzisztens teljes mátrix.

� 5× 5 inkonzisztens teljes mátrix.

� 4× 4 hiányos beszállító-kiválasztási mátrix,

Ω′ = {(1, 2), (1, 4), (2, 3), (3, 4), (2, 1), (4, 1), (3, 2), (4, 3)}.

Az eredményeket a 2. táblázat foglalja össze. A gradiensprojekciós módszer kisebb
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A módszer a vizsgált példákon kisebb hibát mutatott (0.2833�3.2964) az LLSM (0.3807�

3.7292) és az EM (0.3807�3.8783) módszerekhez képest minden mátrix esetén, ugyanazon

Frobenius-LS célfüggvény alatt. A súlyvektorok következetes preferenciarendezést mutat-

nak, a gradiensprojekciós módszer pedig pontosabban közelíti a bemeneti arányokat (pél-

dául a 3× 3 esetben w1/w2 ≈ 2.853, míg LLSM/EM esetén w1/w2 ≈ 2.819).

Ugyanakkor a módszer több iterációt igényel (30�102) és hosszabb futási id®t (0.039230�

0.120346 másodperc) az LLSM (1 iteráció, 0.000299�0.022482 másodperc) és az EM (5�12

iteráció, 0.000177�0.000325 másodperc) módszerekhez képest. Ez a Frobenius-LS rezidu-

um csökkentése számítási id® rovására; elfogadható kompromisszum lehet azokban az alkal-

mazásokban, ahol a Frobenius-LS célfüggvényre számolt reziduum a f® min®ségi mutató,

például beszállító-kiválasztásnál.

2. táblázat. Különböz® módszerek hatékonysági mutatóinak összehasonlításaa

Struktúra Módszer Súlyvektor (w) Hiba Iterációk Futási id® (s)

3× 3 Gradiensprojekció (0.6463, 0.2265, 0.1272)T 0.2833 30 0.039230

3× 3 LLSM (0.6483, 0.2297, 0.1220)T 0.3807 1 0.022482

3× 3 EM (0.6483, 0.2297, 0.1220)T 0.3807 5 0.000177

5× 5 Gradiensprojekció (0.2743, 0.2741, 0.1290, 0.2515, 0.0711)T 3.2964 102 0.120346

5× 5 LLSM (0.3409, 0.2574, 0.1279, 0.2084, 0.0654)T 3.7292 1 0.000387

5× 5 EM (0.3433, 0.2646, 0.1221, 0.2074, 0.0627)T 3.8783 11 0.000262

4× 4 (Beszállító) Gradiensprojekció (0.3854, 0.3928, 0.1099, 0.1120)T 1.7302 61 0.064738

4× 4 (Beszállító) LLSM (0.4409, 0.3350, 0.1273, 0.0967)T 2.3242 1 0.000299

4× 4 (Beszállító) EM (0.3474, 0.3088, 0.1985, 0.1453)T 2.8072 12 0.000325
a Hiba a F 1/2(w) értéket jelöli; hiányos mátrixok esetén az ismert halmazon Ω′ számolva.

16



4. Dinamikus projekciós eljárás AHP-hez

Ebben a szakaszban fogalmazzuk meg a PCM-ek projekció alapú közelítését, bevezetve a

dinamikus bázist és összehasonlítjuk a megközelítést a meglév® módszerekkel. A Barzilai

[8], Koczkodaj és Orlowski [20] és Fedrizzi, Brunelli és Caprila [9] vektortér keretrendszerére

építve kiterjesztjük a statikus projekciós módszereket egy dinamikus ortonormális bázissal,

súlyozott projekciós sémával és SVD-alapú inkonzisztenciamér®vel. Ezek az el®relépések

javítják a pontosságot és adaptálhatóságot kis és közepes méret¶ PCM-eknél (n ≤ 10),

alapot nyújtva nagy méret¶ alkalmazásokhoz.

A javasolt keretrendszer négy sajátosságot mutat fel a meglév® módszerekhez képest

[8, 9, 21]. El®ször, egy dinamikus ortonormális bázis a konzisztens PCM altérhez adap-

tálódik a mátrix inkonzisztencia pro�ljához, ellentétben a statikus bázisokkal, amelyek �x

mintákat feltételeznek. Másodszor, egy súlyozott projekciós metódus priorizálja a megbíz-

ható összehasonlításokat a csoportos döntéshozatalban [22]. Harmadszor, egy SVD-alapú

inkonzisztencia-mér® olyan szempontból írja le a ciklikus eltéréseket, amely más metrikák

mellett kiegészít® néz®pontot ad. Negyedszer, egy összefüggés-alapú súlyozott kiegészítés

a hiányos PCM-ekre [23, 24]. A vizsgált példákban ezek olyan szempontokat vizsgálnak,

amelyek a klasszikus módszerekben (EM, LLSM) nem explicit módon jelennek meg [23,

25].

4.1. Páros összehasonlító mátrixok és vektortér keretrendszer

A logaritmikus transzformáció rij = log aij egy additív PCM-et R = [rij] ∈ Rn×n ad, amely

antiszimmetrikus (rij = −rji) és konzisztens, ha rij = vi − vj, ahol vi = logwi [8, 21].

Az additív PCM-ek halmaza, R = {R ∈ Rn×n | RT = −R}, egy vektoralteret alkot

Rn×n-ben dim(R) =
(
n
2

)
dimenzióval.

A konzisztens PCM altér, R∗ = {R ∈ R | ∃v ∈ Rn : rij = vi−vj}, dimenziója n−1, mivel

n− 1 független érték határozza meg (pl. ri,n i = 1, 2, . . . , n− 1-re), hiszen rij = ri,n − rj,n.

Ortogonális kiegészít®je, R⊥, az inkonzisztenciákat rögzíti dim(R⊥) =
(
n−1
2

)
dimenzióval.

(Az eddig tárgyalt kulcsfogalmakat a 3. táblázat foglalja össze.)

Ellentétben a statikus projekciós módszerekkel [8, 9], amelyek �x bázisokra támaszkod-

nak és kevésbé adaptívak a változó inkonzisztencia struktúrákhoz, megközelítésünk dina-

mikusan igazodik a PCM speci�kus inkonzisztencia pro�ljához; gyakorlatban ez a vezet®

módszerekkel megegyez® robusztusságot és koherenciát ad, pontossággal és intenzitással,

amelyek közel maradnak nagyon kis n-nél.
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Fogalom Leírás és példa

Multiplikatív PCM (A) Pozitív reciprok mátrix; pl. aij = 2 azt jelenti, hogy i kétszer

preferált j-hez képest.

Additív PCM (R) Log-transzformált, ferdeszimmetrikus; rij = log aij , linearizálja

a konzisztenciát.

Additív PCM-ek halmaza (R) Minden additív PCM-et tartalmaz; vektoralteret alkot Rn×n-

ben
(
n
2

)
dimenzióval.

Konzisztens altér (R∗) Dimenzió n− 1; mátrixok, ahol rij = vi − vj (rang-1 struktúra

log-térben).

Inkonzisztens kiegészít® (R⊥) Dimenzió
(
n−1
2

)
; ciklusokat rögzít, ortogonális R∗-re.

Dinamikus bázis Adaptálódik az inkonzisztenciához; pl. Fi = Ei+αiui, csökkenti

a hibát.

Súlyozott projekció Priorizálja a megbízható értékeket; pl. inverz varianciával súlyoz

csoportos döntésekhez.

3. táblázat. Kulcsfogalmak a páros összehasonlító mátrixokban

A logaritmikus transzformáció szükséges, mivel linearizálja a konzisztencia feltételt, ami

lehet®vé teszi az ortogonális projekciót Hilbert térben. A közvetlen projekció multiplika-

tív PCM-eken hiányzik ebb®l a lineáris struktúrából, mivel a multiplikatív konzisztencia

nemlineáris.

Meg kell jegyezni, hogy az additív PCM-ek halmaza a Frobenius-féle skalárszorzattal

ellátva Hilbert-teret alkot,

⟨A,B⟩F =
n∑

j=1

n∑
k=1

ajkbjk,

ami lehet®vé teszi az ortogonális projekciókat a legközelebbi konzisztens mátrix megtalálá-

sához, analóg a vektorok projekciójával az euklideszi térben.

4.2. Dinamikus ortonormális bázis konstrukció

Ez a dinamikus bázis kiterjeszti a korábbi projekciós módszerekben használt statikus or-

tonormális bázisokat [8, 9] perturbációs tagok beépítésével, amelyek igazodnak a speci�kus

inkonzisztencia komponenshez, RI , lehet®vé téve a projekciós hiba csökkentését, ahogy

a 4.1. tétel bizonyítja.

Javasolunk egy dinamikus ortonormális bázist R∗-hez, amely igazodik a PCM inkon-

zisztencia struktúrájához. Ellentétben a statikus bázisokkal, amelyek �x inkonzisztencia

mintákat feltételeznek, ez adaptálódik R⊥-hez, hogy javítsa a projekciós pontosságot.

Az R ortogonális projekciója R∗-re minimalizálja a Frobenius norma távolságot R és

a konzisztens mátrixok között. Formálisan, a projekció P (R) = argminS∈R∗ ∥R − S∥F .
Mivel R∗ zárt altere a mátrixok Frobenius-féle skalárszorzattal ellátott Hilbert-terének,

a projekciós tétel garantálja, hogy az egyedi minimalizáló az ortogonális projekció. Ha

{Ei}n−1
i=1 egy ortonormális bázis R∗-hez, akkor P (R) =

∑n−1
i=1 ⟨R,Ei⟩F Ei. Ekkor R− P (R)

ortogonális minden elemre R∗-ben, azaz ⟨R − P (R),S⟩F = 0 minden S ∈ R∗-re, ami

szükséges és elégséges feltétel a ∥R− S∥F minimalizálására.
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A konstrukció a következ®képpen zajlik:

1. Számítjuk az inkonzisztencia komponenst RI = R −
∑n−1

i=1 ⟨R,Ei⟩F Ei, ahol Ei a

standard (statikus) bázis.

2. Legyen Fi = Ei + αiui, egy dinamikus bázis, ahol ui ∈ R⊥, ∥ui∥F = 1, és αi ∈ [−ε, ε]

egy kis csillapítási faktor. A {ui} vektorok az inkonzisztencia komponenssel igazítot-

tak (pl. egy {Ghk} ortonormális bázisra R⊥-ben), hogy a perturbáció kifejezetten a

releváns irányokba hasson.

3. Ortonormalizáljuk a {Fi} rendszert Gram�Schmidt eljárással, így kapjuk a {F ′
i}n−1

i=1

ortonormális bázist.

A különböz® PCM-eknél az optimális ε meghatározásához válasszunk kis értéket (pl.

0.1), hogy korlátozzuk a perturbációkat és fenntartsuk a bázis stabilitását. A speci�kus

αi ∈ [−ε, ε] optimalizálható a projekciós hiba minimalizálásával, adaptálódva a PCM in-

konzisztencia pro�ljához.

4.1. Tétel. Legyen R ∈ R egy inkonzisztens additív PCM, felbontva R = RC+RI-re, ahol

RC ∈ R∗, RI ∈ R⊥. A standard projekció RC =
∑n−1

i=1 ⟨R, Ei⟩F Ei, és a dinamikus bázis

Fi = Ei + αiui, ahol ui ∈ R⊥, ∥ui∥F = 1, és {F ′
i}n−1

i=1 a Gram�Schmidt eljárással kapott

ortonormális bázis. Léteznek αi ∈ [−ε, ε] (ε > 0, kicsi) úgy, hogy a perturbált projekció

R′
C =

∑n−1
i=1 ⟨R, F ′

i ⟩F F ′
i kielégíti ∥R−R′

C∥F < ∥R−RC∥F .

E szerint kis perturbációk beépítése az inkonzisztencia komponenssel igazítva a bázisba

csökkenti a projekciós hibát a statikus bázisokhoz képest, javítva a közelítési pontosságot

inkonzisztens additív PCM-eknél.

4.2. Tétel (Súlyozott projekció hibametrika szerint).

A súlyozott projekció Rw
C =

∑n−1
i=1 ρi ⟨R, F ′

i ⟩F F ′
i , ahol F

′
i a dinamikus ortonormális bázis,

és ρi a megbízhatósági súly:

ρi =
Var−1(ri,n)∑n−1
j=1 Var

−1(rj,n)
, (7)

(itt a ρi jelölést használjuk, mert a prioritássúlyokat wi jelöli), Rw
C olyan súlyokat ad

vi =
1
n

∑n
j=1(R

w
C)ij, amelyek a megbízhatóságra érzékeny, súlyozott hibanorma szerint op-

timálisak, azaz a megfelel® súlyozott Frobenius-féle eltérésnorma alatt nem rosszabbak a

súlyozatlan projekciónál. A normák ekvivalenciája miatt létezik c > 0, hogy

∥R−Rw
C∥F ≤ c ∥R−R′

C∥F , R′
C =

n−1∑
i=1

⟨R, F ′
i ⟩F F ′

i .

A sima Frobenius-normára ∥R − Rw
C∥F ≤ ∥R − R′

C∥F nem általánosan teljesül; ehhez

további feltételek (pl. a súlyok speciális szerkezete) szükségesek.

Eszerint a súlyozott projekció, amely inverz-variancia ρi-vel priorizálja a megbízható

összehasonlításokat, a súlyozott hibametrika szerint kedvez®bb lehet, mint a súlyozatlan

projekció, javítva a súlyok igaz preferenciákkal való egyezését; sima Frobenius-hibában a

javulás külön feltételeket igényel.
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4.3. Tétel. Egy additív PCM-re R ∈ R n ≤ 10 mellett, a projekció R∗-re a {F ′
i} bázissal

olyan súlyokat ad vi =
1
n

∑n
j=1(RC)ij, amelyek hibája korlátozva ε

√
nσmax(R)-nel, ahol ε

a gépi pontosság és σmax(R) az R legnagyobb szinguláris értéke.

Ezen tétel pedig hiba-határt ad a dinamikus projekcióval számított súlyokra, skálázva

gépi pontossággal, mátrix mérettel és legnagyobb szinguláris értékkel, biztosítva numerikus

stabilitást kis PCM-eknél lebeg®pontos hibák alatt.

4.4. Tétel. Az

µ(R) =
n−2∑
h=1

n−1∑
k=h+1

∣∣⟨R, Ghk⟩F
∣∣

σmax(R)
(8)

inkonzisztencia-mér® rögzíti a ciklikus eltéréseket és nem nulla inkonzisztens PCM-eknél.

Ez a tétel egy normalizált mér®t de�niál, amely SVD-vel adja meg a ciklikus eltéré-

seket, biztosítva pozitív értéket inkonzisztens PCM-eknél; más szempontból kiegészíti a

hagyományos konzisztenciamutatókat.

4.5. Tétel. Egy hiányos PCM-re R ∈ R összefügg® összehasonlító grá�al, a projekció

R∗-re a {F ′
i} bázissal súlyokat ad vi = 1

n

∑n
j=1(RC)ij, hibával korlátozva ε

√
nσmax(R

′)-

nel, ahol ε a gépi pontosság és σmax(R
′) a kitöltött mátrix R′ legnagyobb szinguláris értéke.

Minden hiányzó értékre rij számítunk egy súlyozott átlagot az i és j csúcsokat összeköt®

összes útvonalon az összehasonlító gráfon:

rij =
∑
p∈Pij

βp (rip1 + rp1p2 + · · ·+ rpkj), (9)

ahol Pij az i-t®l j-ig tartó összes útvonal halmaza, és

βp =
e−hossz(p)∑

q∈Pij
e−hossz(q)

(10)

priorizálja a rövidebb útvonalakat, ahol hossz(p) a p útvonal éleinek száma.

Ez a tétel korlátozza a súlyhibát hiányos PCM-eknél kapcsolódási súlyozott kitöltéssel

és dinamikus projekcióval, demonstrálva stabilitást összefügg® gráfoknál akár sok hiányzó

értékkel. Megjegyezzük, hogy a normalizáció miatt
∑

p∈Pij
βp = 1.

4.6. Tétel. Egy hiányos PCM-re akár
⌊(

n
2

)
/2
⌋
hiányzó értékkel és összefügg® összehason-

lító grá�al, a projekció R∗-re rangstabilitást ad: a rangfordulás valószín¶sége korlátozva

ε n2
√
nσmax(R

′)-nel.

Ez a tétel a rangfordulás valószín¶ségét korlátozza hiányos PCM-eknél kapcsolódási

súlyozott kitöltéssel, mutatva a módszer stabilitását a preferenciarendek meg®rzésében

numerikus perturbációk alatt.

A fenti eredmények szolgálnak alapul az 5. szakaszban tárgyalt, grafonokon de�niált

általánosításokhoz, ahol a tereket már nem véges dimenzióban, hanem grafonfüggvények

Hilbert-terében értelmezzük, a konvergenciát pedig mértékelméleti értelemben vizsgáljuk.
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4.3. Összehasonlítás a meglév® módszerekkel

A teljesítmény értékeléséhez a módszert összehasonlítjuk az EM, LLSM, GMM, ANM,

RGM és fuzzy AHP variánsokkal [26] öt kritérium alapján: pontosság (Frobenius norma

hiba ∥R − logW∥F , ahol R = logA és W a közelített konzisztens mátrix), robusztusság

(inkonzisztenciákra és hiányzó értékekre, mérve azon esetek arányával, ahol a rangrend fenn-

tartva perturbáció alatt), hatékonyság (számítási futásid® ms-ben), intenzitás (preferencia

er®sségek meg®rzése súlyarány-terjedelemmel, max(w)/min(w)), és koherencia (igaz pre-

ferenciákkal való egyezés Spearman rangkorrelációval); kvalitatívan is összehasonlítjuk a

fuzzy AHP variánsokkal.

A dinamikus projekciós módszer adaptálódik a PCM-ek inkonzisztencia struktúrájá-

hoz. Ellentétben a statikus projekciós módszerekkel [8, 9], megközelítésünk dinamikus

ortonormális bázist F ′
i használ a Frobenius hiba ∥R − R′

C∥F minimalizálására. Nagyon

kis mátrixokon (n = 3, 4) ez az adaptálhatóság az EM, LLSM, GMM, ANM, RGM és

fuzzy AHP-vel megegyez® robusztusságot és koherenciát ad hasonló futásid®vel, míg kissé

magasabb Frobenius hibát és enyhén alacsonyabb intenzitást mutat; lásd a a 4. táblázat.

Módszer Súlyvektor (w) w1/w2 w1/w3 Frobenius Robuszt. Haték. (ms) Intenz. Koher.

Projekció (Miénk) (0.485, 0.306, 0.209)T 1.582 2.320 0.0714 1.0000 0.2315 2.3200 1.0000

EM (0.485, 0.306, 0.209)T 1.582 2.320 0.0714 1.0000 30.0884 2.3203 1.0000

LLSM (0.485, 0.306, 0.209)T 1.582 2.320 0.0714 1.0000 0.0002 2.3200 1.0000

GMM (0.485, 0.306, 0.209)T 1.582 2.320 0.0714 1.0000 0.1411 2.3200 1.0000

ANM (0.485, 0.306, 0.209)T 1.582 2.320 0.0714 1.0000 0.0963 2.3196 1.0000

RGM (0.485, 0.306, 0.209)T 1.582 2.320 0.0714 1.0000 0.1411 2.3200 1.0000

Fuzzy AHP (0.476, 0.313, 0.211)T 1.520 2.257 0.0984 1.0000 0.1030 2.2570 1.0000

4. táblázat. Módszerek összehasonlítása egy 3× 3 PCM-re (σ = 0.1)

Empirikus eredmények egy 3× 3 PCM-re (σ = 0.1) a 4 táblázatban láthatók. n = 3-ra

a projekció Frobenius hibát ad 0.0714 (vs. 0.0714 EM, LLSM, GMM, ANM, RGM; 0.0984

fuzzy AHP), intenzitást 2.3200 (vs. 2.3203 EM, 2.3200 LLSM, GMM, RGM, 2.3196 ANM,

2.2570 fuzzy AHP). Robusztusság és koherencia tökéletes (1.0000) minden módszerre; ha-

tékonyság versenyképes: projekció 0.2315 ms (vs. 30.0884 ms EM, 0.0002 ms LLSM, 0.1411

ms GMM, 0.0963 ms ANM, 0.1411 ms RGM, 0.1030 ms fuzzy AHP).

Az EM a PCM A f® eigenvektorára támaszkodik, érzékeny nagy inkonzisztenciákra, ha

CR > 0.1 [23]. Ez megbízhatatlan súlyokhoz vezethet inkonzisztens PCM-eknél, korlátozva

alkalmazhatóságát [25]. Ezzel szemben módszerünk kihasználja a R∗ és R⊥ keretrendszert

az additív PCM R projekciójára a konzisztens altérre, csökkentve a ciklikus eltérések hatá-

sát (pl. a12a23 ̸= a13). A dinamikus bázis F ′
i Gram�Schmidt-tal konstruálva perturbációs

tagokkal αiui adaptálódik a PCM speci�kus inkonzisztencia pro�ljához, ahogy a 4.1. tétel

mutatja. Ez a geometriai perspektíva világosabb betekintést ad az inkonzisztencia hozzá-

járulásokba, mint az EM [21].

Az LLSM-mel összehasonlítva (amely a minv

∑
i,j(log aij − (vi − vj))

2 problémát oldja

meg, és vi = 1
n

∑
j log aij-t ad), módszerünk adaptálhatósága nagyobb: az LLSM aggregál-
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ja a hibákat anélkül, hogy �gyelembe venné az inkonzisztenciák geometriai struktúráját,

ami suboptimális lehet er®sen inkonzisztens PCM-eknél [25]. SVD-alapú inkonzisztencia-

mér®nk precízebben adja meg a ciklikus eltéréseket, mint az LLSM aggregált hibája. Hiá-

nyos PCM-eknél kapcsolódási súlyozott kitöltési stratégiánk felülmúlja a statikus módsze-

reket [23] rövidebb, megbízhatóbb útvonalak priorizálásával az összehasonlító gráfon.

4.4. Numerikus eljárás a súlyvektor meghatározására

A javasolt algoritmus kis PCM-eknél (n ≤ 10) logaritmikus transzformációval és dinami-

kus ortonormális bázissal {F ′
i} számítja a súlyvektort w és a konzisztens mátrixot W,

integrálva súlyozott projekciót és SVD-alapú inkonzisztencia mérést. Ellentétben a stati-

kus projekciós módszerekkel [8, 9], megközelítésünk adaptálódik a PCM inkonzisztencia

struktúrájához; n = 3, 4 tesztekben megegyezik EM/LLSM/ GMM/ANM/RGM robusz-

tusságban és koherenciában hasonló futásid®vel, míg kissé magasabb Frobenius hibát és

enyhén alacsonyabb intenzitást mutat.

Az algoritmus egy pozitív reciprok PCM-mel, A-val indul, majd logaritmikus transzfor-

mációval el®állítja a hozzá tartozó additív PCM-et, R-t, ahol rij = log aij. Ez a transz-

formáció linearizálja a problémát, és az EM-módszerhez képest csökkenti a nagy prefe-

renciaarányokra való érzékenységet [23]. A dinamikus ortonormális bázist, F ′
i -t, Gram�

Schmidt-eljárással konstruáljuk meg (lásd a 4.2. alszakaszt). Az ⟨R,F ′
i ⟩F bels® szorzatok

kiszámításával megkapjuk R vetületét a R∗ altérre:

R′
C =

n−1∑
i=1

⟨R, F ′
i ⟩F F ′

i ,

minimalizálva a Frobenius norma hibát ∥R−R′
C∥F .

Csoportos döntéshozatalhoz a súlyozott projekció használja a (7) súlyokat, priorizálva

alacsony varianciájú összehasonlításokat. A projekció

Rρ
C =

n−1∑
i=1

ρi ⟨R, F ′
i ⟩F F ′

i

alakú, ahol ρi megbízhatósági súly, nem pedig prioritássúly. Ezután

vi =
1

n

n∑
j=1

(Rρ
C)ij, wi =

evi∑n
j=1 e

vj
.

Itt wi már a végs® AHP-prioritássúlyt jelöli.

Hiányos PCM-eknél összefügg® összehasonlító gráf mellett a kapcsolódási súlyozott ki-

töltési stratégia becsli a hiányzó elemeket a (9)�(10) szerint. Az inkonzisztenciát az SVD-

alapú mér® µ(R) értékeli (8). A standard AHP gyakorlatot követve [1], ha µ(R) magas

inkonzisztenciát jelez, a PCM felülvizsgálható súlyszámítás el®tt. A konzisztens mátrix W

elemei Wij = wi/wj.

Az algoritmus számítási komplexitása tipikusan O(n3) (Gram�Schmidt és s¶r¶ mát-
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rixm¶veletek miatt). Hiányos PCM-eknél ritka módszerek csökkenthetik a költséget [24].

Nagy PCM-eknél (n ≫ 10) a grafon alapú módszer (lásd az 5.1. szakasz) spektrális esz-

közökre támaszkodik, és párhuzamosítással, almintavételezéssel gyakorlatban skálázható

[14].

4.5. Numerikus példa

Ez a szakasz a fenti numerikus eljárást demonstrálja egy 3 × 3 PCM-en enyhe inkon-

zisztenciával, bemutatva a dinamikus projekciós módszer m¶ködését, robusztusságát és

konzisztencia-ellen®rzését.

Vizsgáljunk egy 3× 3 PCM-et:

A =

 1 2 31/10

1/2 1 3/2

10/31 2/3 1

 .

Ez a mátrix pozitív reciprokkus, de enyhén inkonzisztens, mert

a12a23 = 2 · (3/2) = 3 ̸= 31/10 = a13.

A dinamikus projekciós módszer lépései:

1. Logaritmikus transzformáció: R = logA, ahol rij = log aij.

2. Dinamikus bázis: {F ′
i} felépítése (4.2 alszakasz), perturbációval αiui.

3. Súlyozott projekció: a (7) szerinti súlyokkal.

4. Inkonzisztencia-mérés: µ(R) kiszámítása (8).

5. Súlyvektor: vi = 1
n

∑
j(R

w
C)ij, majd wi =

evi∑
j e

vj .

A számítás eredménye:

w ≈ (0.485, 0.306, 0.209)T ,

ami megegyezik az EM, LLSM, GMM, ANM és RGM eredményeivel (lásd 4. táblázat). A

Frobenius hiba ∥R− logW∥F ≈ 0.0714, és a közelített W konzisztenciája kiváló.

A módszer robusztussága perturbációk alatt is er®s: σ = 0.1 zajjal szimulációkban a

rangrend nagy arányban megmarad; a futásid® versenyképes a gyors zárt alakú módszerek-

kel, és jelent®sen alacsonyabb lehet a lassabb iteratív EM implementációknál.

Ez a példa alátámasztja, hogy a dinamikus projekció:

� robusztus (rangmeg®rzés zajjal),

� hatékony (gyors futásid®),

� koherens (igaz preferenciákkal való egyezés),

� stabil (numerikus hibák kontrollja kis n mellett).
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5. Grafon alapú módszer nagy méret¶ PCM-ekhez

Ez a szakasz egy grafon-alapú módszert mutat be nagy méret¶ PCM-ek (n ≫ 10) köze-

lítésére az AHP-ben, a PCM-eket s¶r¶ súlyozott gráfokként modellezve, ahol a csúcsok

alternatívákat, az élek pedig preferenciákat reprezentálnak [13, 14]. A grafon (a végtelen

méret¶ gráfok határesete) lehet®vé teszi a konzisztens struktúra blokkos (lépcs®s) közelíté-

sét spektrális klaszterezéssel, majd iteratív �nomítással a konzisztencia további javítását.

A cél a skálázhatóság és robusztusság növelése az olyan klasszikus módszerekkel szemben,

mint az EM, LLSM vagy GMM, amelyek nagy, inkonzisztens vagy hiányos mátrixoknál

nehezebben kezelhet®k [25]. A módszer különösen hasznos hálózati rangsorolásban [10] és

közösségi közlekedés tervezésében [11], ahol a nagy PCM-ek gyakran automatizált adatagg-

regációból adódnak.

5.1. Grafonok és konzisztens PCM-ek

Egy grafon W : [0, 1]2 → R szimmetrikus, mérhet® függvény, amely nagy (s¶r¶) gráfok

konvergenciáját írja le a vágás-távolságban [13]. Egy n×n PCM A grafonként közelíthet®

például a diszkretizációval Aij ≈ W (i/n, j/n) . A multiplikatív konzisztencia grafon-szinten

azt jelenti, hogy W (x, z) = W (x, y)W (y, z) ∀x, y, z ∈ [0, 1], ami log-térben additív

alakra linearizál: R(x, z) = R(x, y) + R(y, z), R = logW. A módszer spektrális klasz-

terezést használ a csúcsok csoportosítására, ezzel W -t blokk-állandó (lépcs®s) grafonnal

közelítjük, majd iteratív �nomítással csökkentjük a konzisztenciahibát.

5.1. Tétel (Zajos modell: log-térbeli hiba alsó korlát). Tegyük fel, hogy Aij = Wij e
εij ,

Wij =
wi

wj
, εij ∼ N (0, σ2), független zajjal (i ̸= j). Ekkor a log-térbeli Frobenius-hiba tipikus

nagyságrendje ∥ logA− logW∥F ≳ nσ, azaz a minimálisan elérhet® hiba a mátrixmérettel

és a zajszinttel skálázódik.

5.2. Tétel (Grafon-közelítés konvergenciája). Legyen A(n) egy PCM-sorozat, amelyre

A
(n)
ij = W

(
i
n
, j
n

)
eεij , εij ∼ N (0, σ2). Spektrális klaszterezéssel kapott blokkos grafon-

közelítés mellett a közelítésW (n) konvergálW -hez vágás-távolságban, és log-térben a Frobenius-

hiba nagyságrendje ∥ logA(n) − logW(n)∥F ≈ nσ nagy n esetén.

5.2. Numerikus eljárás

Nagy méret¶ PCM-eknél az algoritmus a következ® lépéseket követi:

1. Logaritmikus transzformáció: számítsuk R = logA-t.

2. Spektrális klaszterezés: képezzünk egy (szimmetrizált) a�nitás-mátrixot, majd

számítsuk a legnagyobb k sajátértékhez tartozó sajátvektorokat (spektrális beágya-

zás). A csúcsokat k klaszterbe csoportosítjuk (pl. k-means-szel), így kapjuk a grafon

blokk-állandó közelítését. A klaszterszám k választható (i) a spektrum spektrális rés

(eigengap) kritériuma alapján, (ii) sziluett-pontszám alapján k = 2, . . . , 10 között,
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vagy (iii) alkalmazás-speci�kusan. Általában kicsi k durvább regularizációt ad (csök-

kenti az inkonzisztenciát), túl nagy k pedig túltanulást és nagyobb inkonzisztenciát

okozhat.

3. Lokális lineáris becslés (opcionális): ha csúcs-kovariánsok Xi ∈ Rd adottak, il-

lesszük

logW(x, y) ≈ β0 + β⊤
1 X(x) + β⊤

2 X(y)

legkisebb négyzetekkel.

4. Iteratív �nomítás (geometriai közép): alkalmazzuk a sor-geometriai közép iterá-

ciót

w
(t+1)
i =

(
n∏

j=1

Aij

)1/n

, W
(t+1)
ij =

w
(t+1)
i

w
(t+1)
j

, (11)

konvergenciáig (pl. ∥w(t+1) −w(t)∥2 < 10−6).

5. Konzisztencia ellen®rzése: számítsuk ki λmax(W )-t, majd

CI =
λmax − n

n− 1
, CR =

CI

RIn
,

ahol RIn a Saaty-féle véletlen index (az n-t®l függ; pl. n = 10 esetén RI10 = 1.49). Ha

CR < 0.1, a W elfogadható.

Az algoritmus domináns költsége a sajátérték-felbontás miatt s¶r¶ esetben O(n3), de a

spektrális klaszterezés jól párhuzamosítható, és almintavételezéssel a gyakorlatban jelent®-

sen gyorsítható [14].

5.3. Numerikus példa

A grafon alapú módszer teszteléséhez Pythonban implementáltuk az eljárást NumPy, SciPy

és scikit-learn könyvtárak felhasználásával. A vizsgálatot egy 50×50 PCM-en végeztük

lognormális zajt használva (σ = 0.2), az 5.1. tétel szerint, és az eredményeket összehason-

lítottuk az EM és ANM módszerekkel. A valódi súlyvektort wtrue ∼ U(1, 10) eloszlásból

generáltuk, majd a konzisztens mátrix elemeit Wij = wi/wj alakban de�niáltuk. A zajos

PCM elemei: Aij = Wij · eεij , εij ∼ N (0, σ2). A grafon alapú módszer két konzisztens

közelítést állít el®: West ortogonális projekció alkalmazásával, valamint Wgeot geometriai

közép alapú iterációval. A szerkezeti sajátosságok kiemelésére spektrális klaszterezést al-

kalmaztunk (k = 3), ahol a klaszterszámot a sajátérték-hézag módszerrel választottuk meg.

Az eredmények az 1. ábrán láthatók.
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(a) Inkonzisztens PCM A (b) Becsült West (Projekció) (c) Becsült Wgeo (Geometriai Közép)

1. ábra. A 50× 50 PCM és becsült mátrixok vizualizációja

Az eredményeket az 5. táblázatban közöljük. Az eredeti PCM CR ≈ 0.590972, míg

mind West, mind Wgeo esetén CR ≈ 0.000000, ami a konstruált közelít® mátrix nu-

merikus konzisztenciáját jelzi (gyakorlatilag konzisztens közelítés). A Frobenius-norma

hiba ∥ logA − logW∥F ≈ 34.171777 ebben a vizsgált példában alacsonyabb az EM-

nél (34.973353) és ANM-nél (35.711708), az LLSM-mel és GMM-mel megegyez®. Az

nσ = 50 · 0.2 = 10 csak nagyságrendi skálázási támpont (
√
n2σ ≈ nσ a χ2-eloszlás várha-

tóértékéb®l), de a konkrét numerikus értékkel nem azonos: az elméleti elvárt nagyságrend

nem azt mondja meg, hogy a hiba pontosan 10 lesz, hanem hogy a zajszinttel és a mát-

rixmérettel skálázódik. A spektrális klaszterezés a csúcsokat felosztja, ahogy a címkék

[0, 1, 1, 1, 2, . . . ] mutatják.

Elem Érték

Frobenius norma hiba (grafon) 34.1718

Frobenius norma hiba (EM) 34.9734

Frobenius norma hiba (ANM) 35.7117

Konzisztencia arány (CR) � A 0.5910

Konzisztencia arány (CR) � Wgeo 0.0000

Spektrális klaszterezés címkék [0, 1, 1, 1, 2, . . .]

5. táblázat. Eredmények a grafon alapú módszerre (n = 50, σ = 0.2)

A grafon alapú módszer javítja a skálázhatóságot nagy PCM-eknél (n ≫ 10), kb. 0.1

másodperces futásid®t elérve n = 50-re (2.4 GHz CPU). A vizsgált példában a grafon

alapú eljárás alacsonyabb log-térbeli Frobenius-hibát adott, mint az EM és ANM, és az

LLSM-mel és GMM-mel megegyez®t; s¶r¶ gráfok esetén segítve a hálózati rangsorolás-

jelleg¶ alkalmazásokat [10]. A kés®bbiekben szeretnénk ritka grafonokra és fuzzy AHP-re

való kiterjesztéssel foglalkozni [19, 26].
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5.4. Valós példa: WTA tenisz adatok

A grafon alapú módszert alkalmazzuk valós adatokkal a top 28 n®i teniszjátékos egymás

elleni eredményeib®l, akik WTA No. 1 rangot értek el 1973-tól 2022-ig [27]. A hiányos PCM

nyerés/vesztés arányokból konstruálva, veszteség nélküli beállításokkal a cikkben leírtak

szerint. Ahogy a 6. táblázat mutatja, a grafon alapú módszer spektrális klaszterezéssel

(k = 3) és iteratív �nomítással alkalmazva rangsorokat ad Serena Williams, Ste� Graf és

Martina Navratilova a top háromban, konzisztens a cikk LLSM és EV eredményeivel. A

Spearman rang korreláció LLSM-mel 0.98, Bradley�Terry-vel 0.95, ami a vizsgált hiányos

valós adathalmazon a módszer stabil viselkedését mutatja. A konstruált közelít® W-re

CR = 0.000 adódik, ami az így el®állított W numerikus konzisztenciáját jelzi; a módszer

a hiányosságot a súlyozott kapcsolódásalapú stratégiával kezeli.

Metrika Érték

Spearman korreláció LLSM-mel 0.98

Spearman korreláció Bradley�Terry-vel 0.95

CR a közelített W -re 0.000

6. táblázat. Eredmények a WTA tenisz adathalmazra (28× 28 hiányos PCM)

5.5. Kísérletek nagyobb és hiányos mátrixokon

Nagyobb szintetikus esetben (100 × 100, σ = 0.2) a log-térbeli Frobenius-hiba a gra-

fon/LLSM/GMM/RGM módszerekre ≈ 14.021, míg EM-re és ANM-re ≈ 14.023, ami

jó skálázhatóságot és hasonló pontosságot jelez.

Komplex hiányos esetekben n = 10 mellett 0%, 20%, 40%, 60% hiányaránnyal súlyozott

kapcsolódási kitöltést alkalmazunk. A kitöltési és közelítési hibákat a 7. táblázat mutatja:

a hiányarány növeli a hibát, de az összefügg® gráf és a rövid útvonalak priorizálása mérsékli

a romlást.

Hiányarány Kitöltési hiba Közelítési hiba

0.0 0.000 0.549

0.2 0.302 0.568

0.4 0.557 0.644

0.6 0.535 0.604

7. táblázat. Kitöltési és közelítési hibák n = 10 mátrixokra változó hiányaránnyal

Összehasonlítottuk a Best-Worst Módszerrel [28], a keretrendszerünk alacsonyabb hibát

mutat nagy mátrixokban a spektrális klaszterezés miatt.
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6. Analógia

A PCM log-térbeli megfogalmazása természetes �zikai interpretációt kap, ha a csomópon-

ti értékeket (vi = logwi) potenciálként értelmezzük. Az elemek (rij = log aij) ekkor a

potenciálkülönbségek mérési megfelel®i, amelyek zajosan közelítik az ideális kapcsolatot

rij = vi − vj.

6.1. Konzervatív és nem-konzervatív mez®k

Fizikai analógiaként tekintsük a vi értékeket skalárpotenciálként. Ha minden összehasonlí-

tás pontos lenne, akkor a gradiens vektormez® Ei→j = vi−vj minden körön (zárt útvonalon)

teljesítené, hogy ∑
kör mentén

Ei→j = 0.

Ez a konzervatív (örvénymentes) mez® feltétele. Fontos hangsúlyozni: itt a vektormez®

maga a potenciál gradiense � vagy diszkrét esetben a potenciálkülönbségek halmaza.

Amikor ez az összefüggés nem teljesül pontosan (vagyis egy háromszög/kör mentén

r12 + r23 + r31 ̸= 0), akkor a �mért mez®� nem-konzervatív: nem létezik olyan egyértelm¶

potenciál, amelyb®l minden rij származtatható lenne. Ezt nevezhetjük ciklikus inkonzisz-

tenciának � analóg a �zikában az örvényes elektromos mez®kkel vagy nem egyszeresen

összefügg® tartományokban el®forduló többérték¶ potenciálokkal.

Fontos megemlíteni, hogy matematikailag egy vektormez® akkor és csak akkor konzer-

vatív, ha örvénymentes és a tartomány egyszeresen összefügg. Diszkrét gráfok esetén az

�egyszeresen összefügg®ség� azt jelenti, hogy a gráf összefügg® és nincsenek �lyukak� � de

páros összehasonlítási mátrixoknál a teljes gráf triviálisan teljesíti ezt.

Lényeges, hogy a ciklikus inkonzisztencia pontosan az örvényességnek felel meg, és ezt

a konzisztens altérre való projekció �orvosolja�.

6.2. A projekció mint matematikai energia-minimalizálás

A konzisztens altérre (R∗) való ortogonális projekció nem �zikai folyamat valós id®ben, ha-

nem egy matematikai optimalizálás: megkeressük azt a legközelebbi konzervatív potenciált

(φ), amely mellett

rij ≈ φi − φj

a lehet® legpontosabban teljesül Frobenius-norma értelemben.

Ez formálisan egy energia-minimalizálási feladat:

min
φ

∑
i<j

[
(φi − φj)− rij

]2
σ2
ij

,

ahol σ2
ij a mérési zaj varianciája.
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A megoldás egy gráf-Laplacián típusú normálegyenlet:

Lwφ = b,

ahol

(Lw)ii =
∑
j

ωij, (Lw)ij = −ωij (i ̸= j),

bi =
∑
j

ωijrij, ωij = σ−2
ij (megbízhatósági súly).

Ez éppen az additív PCM súlyozott ortogonális projekciója a konzisztens altérre (R∗).

6.3. Rugó-háló mint mechanikai analógia

Az optimalizáció értelmezhet® egy rugókból álló háló energiájának minimalizálásaként is.

Képzeljük el:

� Minden csomóponthoz tartozik egy pozíció vi (a log-súly).

� Minden él (i, j) egy rugó, amelynek természetes hossza rij.

� A rugó er®ssége (rugóállandója) ωij.

A háló teljes rugalmas energiája:

E(v) =
∑
i<j

ωij

[
(vi − vj)− rij

]2
.

A rendszer egyensúlyi állapota (energia-minimuma) éppen az optimális potenciál, ame-

lyet a projekció megad. Tehát

→A projekció megfelel annak, mintha a rugóháló �ellazulna� egy feszített (inkonzisztens)

állapotból a legközelebbi egyensúlyi kon�gurációba.

6.4. Iteratív relaxáció

A dolgozatban bevezetett gradiensprojekciós �xpontiteráció és a geometriai-középen alapu-

ló �nomítás �zikai analógiában relaxációs folyamatként fogható fel:

� az �energia� (hibafüggvény) iterációról iterációra csökken,

� a potenciálok/súlyok �elsimulnak�, amíg el nem érik az egyensúlyt (konzisztens álla-

potot),

� ez analóg például di�úziós vagy h®vezetési folyamattal, ahol az inhomogenitások kisi-

mulnak.

Természetesen ez nem valós �zikai id®ben zajló dinamika, hanem egy numerikus eljárás,

amely egy relaxációs mechanizmus matematikai megfelel®jét implementálja.
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6.5. Összefoglaló táblázat: �zikai megfeleltetések

Matematikai fogalom Fizikai analógia

vi = logwi Csomóponti potenciál (pl. elektromos potenciál)

rij = log aij Mértmat enciálkülönbség (pl. feszültség)

Konzisztencia (rij = vi − vj) Konzervatív mez® (örvénymentes gradiens)

Ciklikus inkonzisztencia Örvényes / nem-konzervatív komponens

Projekció (R → R∗) Legközelebbi konzervatív potenciál / energia-minimum

∥R−R∗∥2F Rugalmas energia (feszítettség a hálóban)

Súlyozás (ωij = σ−2
ij ) Rugóállandók / megbízhatósági súlyok

Iteratív �nomítás Relaxációs folyamat (di�úzió, energiacsökkenés)

Grafon-határátmenet Kontinuum határ (véges n → kontinuum)

8. táblázat. Fizikai és matematikai fogalmak megfeleltetése

Ez a �zikai szemlélet nemcsak intuitív értelmet ad a matematikai konstrukcióknak, hanem

lehet®vé teszi szimulációk és numerikus kísérletek megfogalmazását is potenciálmez®k, ru-

góhálók és relaxációs folyamatok formájában; matematikai modellekként, nem pedig valós

id®ben zajló �zikai jelenségekként.
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7. Összegzés

A dolgozat két, egymást kiegészít® módszert mutat be a páros összehasonlítási mátrixok

(PCM-ek) konzisztens közelítésére az Analytic Hierarchy Process (AHP) keretében: egy

gradiens�projekciós eljárást kis és közepes méret¶ mátrixokhoz (n ≤ 10), valamint egy

grafon-alapú megközelítést nagy méret¶ PCM-ekhez (n ≫ 10). A két módszer együtt

fokozott stabilitást és skálázhatóságot biztosít, különösen inkonzisztens és hiányos adatok

mellett.

A numerikus eredmények (lásd 3.8 és 5.3) azt mutatják, hogy a gradiens�projekciós

módszer a vizsgált példákon a Frobenius-LS célfüggvény szerint a klasszikus eljárásokkal

(EM, LLSM, GMM, ANM) versenyképes vagy azoknál kisebb reziduumot adott, miköz-

ben futásid®ben tipikusan lassabb. Nagyon kis mátrixoknál a módszer bizonyos esetekben

enyhe kompromisszumot köt pontosságban és intenzitásban; a rangrend meg®rzése és a

koherencia ezekben a példákban kiemelked®. Az érvényesítés kiterjedt valós WTA tenisz

adatokra (28×28 hiányos PCM), nagy szintetikus mátrixokra (akár 100×100), valamint

változó hiányarányú szimulációkra (0%�60%). Hangsúlyozzuk, hogy a Frobenius-LS cél-

függvény általában nem konvex; az eljárás stacionárius pontot keres® projektált els®rend¶

numerikus módszer, ezért az inicializálástól függ® különböz® �xpontok lehetségesek és több

kezd®pont tesztelése célszer¶.

Nagy és s¶r¶ PCM-ek esetén (n ≫ 10) grafon-alapú módszert javaslunk, amely a PCM-

et súlyozott gráfként modellezi, és a grafhatár-elmélet eszközeivel becsül konzisztens mát-

rixot W [13, 14]. A megközelítés különösen alkalmas olyan alkalmazásokra, ahol a páros

összehasonlítások automatizált vagy aggregált forrásból származnak (pl. hálózati rangso-

rolás [10], közösségi közlekedés tervezése [11]), továbbá természetesen kombinálható el®vá-

logatási/elicitatiós stratégiákkal az összehasonlítási teher csökkentésére [24]. A spektrális

klaszterezés alapú grafon-közelítés elméleti komplexitása O(n3), azonban párhuzamosítás-

sal (például GPU-gyorsított lineáris algebrai rutinokkal) és gyakorlati optimalizálásokkal

a hatékony futásid® csökkenthet®. A módszer strukturális mintázatok detektálására is

alkalmas, amelyek a klasszikus eljárásokban (EM, LLSM) explicit módon nem jelennek

meg. A WTA példán a grafon-alapú eljárás stabil rangsort adott (Spearman ≈ 0.98), és a

konstruált közelít® mátrix numerikus konzisztenciája szerint CR ≈ 0 adódott [27].

A keretrendszer célzottan kezeli az AHP kulcsproblémáit: inkonzisztencia, hiányos ada-

tok, valamint a rangfordulás kockázata. A 9. táblázat összefoglalja a Frobenius-hibákat

különböz® mátrixméretekre, és illusztrálja, hogy a dinamikus projekciós és grafon-alapú

megközelítések a vizsgált példákon versenyképesek a klasszikus módszerekkel.
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Módszer n = 3 n = 4 n = 5 n = 10 n = 50 n = 100

Projekció 0.0268 0.9625 2.9313 3.9751 26.7731 14.0210

Grafon � � � � 26.7731 14.0210

EM 0.0268 0.9627 3.2358 3.9522 26.9032 14.0230

LLSM 0.0268 0.9625 2.9313 3.9751 26.7731 14.0210

GMM 0.0268 0.9625 2.9313 3.9751 26.7731 14.0210

ANM 0.0268 0.9690 3.1071 4.1062 27.7832 14.0230

9. táblázat. Frobenius-norma hibák mátrixméretek szerint (σ = 0.2)

1

Jöv®ben ritka grafon és fuzzy AHP adaptálhatóság és bizonytalanság kezelés fokozásávál

szeretnénk még foglalkozni. Ilyen ritka grafon kiterjesztések kihívásokkal szembesülnek

alacsony s¶r¶ség¶ PCM-ek kezelésében, mint sztochasztikus blokk modellek becslésre és

spektrális klaszterezés adaptálása ritka mátrixokra O(n log n) komplexitás fenntartására.

Összefoglalva, a bemutatott eljárás pozitivitást és normalizálást meg®rz® numerikus

módszer a Frobenius-LS célfüggvény stacionárius pontjainak keresésére; globális optimali-

tás és inicializálástól független egyediség általánosan nem garantált, mert az alapproblé-

ma nemkonvex. A jelen dolgozat nem új axiomatikát ad a súlyszármaztatásra, hanem a

klasszikus Frobenius-LS célfüggvényhez egy projektált numerikus iterációs eljárást, vala-

mint nagyméret¶ PCM-ekre egy grafon-alapú közelítést.

8. Köszönetnyilvánítás

Köszönöm témavezet®imnek a támogatást, az iránymutatást és a türelmet, amely nélkül

ez a munka nem jöhetett volna létre.

1Megjegyzés: az n = 100 értékek alacsonyabbak lehetnek n = 50-nél véletlen variáció miatt, ugyanakkor összhangban
vannak az elméleti várakozásokkal.
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9. Függelék

3. Gradiensprojekciós �xpont-iteráció AHP súlyvektorokhoz

3.1. Tétel. Tegyük fel λ∆ = |λA − n| > 0. Akkor

∥A−W∥F ≥ λ∆ vTu > 0.

Bizonyítás. A mátrixnormák kapcsolatát használva (∥ · ∥2 ≤ ∥ · ∥F ), van

∥A−W∥F ∥u∥2 ≥ ∥(A−W)u∥2 = ∥Au− λWu∥2.

Mivel ∥u∥2 = 1, az egyenl®tlenség ∥ · ∥2 ≤ ∥ · ∥F és Cauchy�Schwarz alapján,

∥A−W∥F ≥ ∥A−W∥2 ≥ ∥(A−W)u∥2 ≥
|vT (A−W)u|

∥v∥2
.

Mivel vTA = λAv
T és Wu = λWu, ahol λW = n, kapjuk

|vT (A−W)u| = |(λA − n)vTu| = λ∆ vTu.

∥v∥2 = 1 esetén az állítás következik.

3.1. Lemma (Projekció optimalitás a csonkolt simplexen). Legyen x = ΠSε(y) az euklide-

szi projekció a csonkolt Sε = {w ∈ Rn |
∑

iwi = 1, wi ≥ ε} halmazra. Akkor létezik η ∈ R
és egy vektor ν ≥ 0 úgy, hogy

x = y − η1− ν, νi(xi − ε) = 0 ∀i.

Ha x ∈ int(Sε) (azaz xi > ε minden i-re), akkor ν = 0 és így x = y − η1.

Bizonyítás. Következik a projekció KKT-feltételeib®l egy a�n halmaz metszetén a nemne-

gatív ortánssal (eltolt változat) [16].
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3.2. Tétel (Fixpont létezése). Rögzítsünk egy α > 0 konstanst. A leképezés hε(w) =

ΠSε(w − α∇f(w)) folytonos Sε-en, és Sε-be képez. Brouwer �xpont-tételével hε-nak van

legalább egy �xpontja w∗
ε ∈ Sε. Ha mini w

∗
ε,i > ε, akkor a �xpont bels® pont, és ∇f(w∗

ε) = µ1

alkalmas µ ∈ R-rel (Lagrange-stacionaritás).

Bizonyítás. Sε nem üres, kompakt és konvex; mivel Sε ⊂ (0,∞)n, ∇f folytonos Sε-en, és

ΠSε 1-Lipschitz (nem-expanzív):

∥ΠSε(x)− ΠSε(y)∥2 ≤ ∥x− y∥2,

így hε : Sε → Sε folytonos. Brouwer tétele alkalmazható.

Bels® �xpontra az el®z® lemma szerint ν = 0 és létezik η, amelyre

w∗
ε = w∗

ε − α∇f(w∗
ε)− η1,

tehát ∇f(w∗
ε) = (η/α)1, ami a Lagrange-stacionaritás µ = η/α-val. Megjegyezzük: ez

nem jelent automatikusan globális optimumot, mert az LS-célfüggvény f általában nem

konvex.

3.3. Tétel (Armijo szerinti viselkedés). Az Armijo-szabály szerinti lépéshossz α(k) esetén

az iteráció (2) célfüggvényértékei monoton nem növekv®k, és minden Sε-beli akkumulációs

pont w∗ kielégíti a projektált stacionaritási feltételt w∗ = ΠSε(w
∗ − α∇f(w∗)). Bels®

akkumulációs pontra ∇f(w∗) = µ1. A w∗ pont szigorú lokális minimum, ha a transzformált

Hesszián BT∇2f(w∗)B pozitív de�nit, ahol B a tangens tér TS = {y ∈ Rn | 1Ty = 0}
ortonormált bázisa. Globális optimalitás és inicializálástól független egyediség általánosan

nem garantált, mivel az LS-probléma nemkonvex.

Bizonyítás. Az Armijo-szabály miatt f(w(k+1)) ≤ f(w(k))− γ∥w(k+1)−w(k)∥22, így f(w(k))

monoton nem növ® [16]. Mivel Sε kompakt, {w(k)}-nek van konvergens részsorozata. A

monoton csökkenés miatt ∥w(k+1) − w(k)∥2 → 0, ezért minden akkumulációs pont kielé-

gíti w∗ = ΠSε(w
∗ − α∇f(w∗)). Bels® pontra a fenti tétel adja ∇f(w∗) = µ1-t. Ha

BT∇2f(w∗)B ≻ 0, a második rend¶ elégséges feltétel biztosítja a szigorú lokális minimu-

mot [16].

3.4. Tétel. Legyen A′ egy hiányos páros összehasonlító mátrix ismert értékekkel Ω′-ben. Az

optimalizálási probléma (fΩ minimalizálása S felett) konzisztens megoldást ad (fΩ(w
∗) = 0)

akkor és csak akkor, ha bármely ciklus (i1, i2), . . . , (ik, i1) G-ben a szorzat kielégíti, hogy

ai1i2 ai2i3 · · · aiki1 = 1.

A megoldás (a normalizálás mellett) egyedi, ha G összefügg®, azaz c = 1 és rank(M) = n−1.

A puszta |Ω′| ≥ n− 1 feltétel önmagában nem elégséges; az összefügg®ség is szükséges.

Bizonyítás. Konzisztenciára, ha aij = wi/wj minden (i, j) ∈ Ω′ esetén, akkor egy ciklusra
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(i1, i2), (i2, i3), . . . , (ik, i1):

ai1i2 ai2i3 · · · aiki1 =
wi1

wi2

· wi2

wi3

· · · wik

wi1

= 1.

Ha ez teljesül, akkor fΩ(w∗) = 0. Fordítva, ha a ciklusfeltétel nem teljesül, nincs w, amely

kielégíti az összes összehasonlítást, és fΩ(w∗) > 0.

Az egyediséghez tekintsük a rendszert

lnwi − lnwj = ln aij (i, j) ∈ Ω′

esetén, írva mint Mx = b, ahol x = [lnw1, . . . , lnwn]
T , M egy |Ω′| × n logaritmikus

incidencia-típusú mátrix, és b = [ln aij](i,j)∈Ω′ . M rangja n − c, ahol c az G összefügg®

komponenseinek száma [29]. Ha G összefügg® (c = 1), akkor rank(M) = n − 1, és a

megoldás (skalárt erejéig) egyedi, amelyet
∑

i wi = 1 rögzít.

3.5. Tétel. Egy hiányos mátrix A′-re Ω′-vel, amely kielégíti a 3.4. tétel feltételeit (ciklus-

feltétel és G összefügg®), és A′ konzisztens, az iteráció (2) (F = fΩ-val) Sε-beli �xponthoz

konvergál, amely kielégíti w∗
i /w

∗
j = aij minden (i, j) ∈ Ω′ esetén. A megoldás (a normali-

zálás mellett) egyedi szigorú lokális minimum, ha a transzformált Hesszián BT∇2fΩ(w
∗)B

pozitív de�nit.

Bizonyítás. A leképezés hε(w) = ΠSε(w− α∇fΩ(w)) folytonos, mivel ∇fΩ folytonos Sε ⊂
(0,∞)n-en, és ΠSε Lipschitz-folytonos. Sε kompakt és konvex, Brouwer �xpont-tételével

létezik �xpont. Konzisztens mátrixoknál létezik w∗ úgy, hogy fΩ(w
∗) = 0. Az Armijo-

szabály biztosítja fΩ(w(k))monoton csökkenését, és minden akkumulációs pont stacionárius

(lásd el®z® a 3.3. tétel). Ha G összefügg®, rank(M) = n − 1, és BT∇2fΩ(w
∗)B pozitív

de�nit, akkor a megoldás egyedi szigorú lokális minimum.

3.6. Tétel. Egy inkonzisztens A′-re Ω′-vel, amely kielégíti a fenti grá�eltételt, az iteráció

(2) (F = fΩ-val) általában nem ad zérus hibájú megoldást: a célfüggvényértékek monoton

nem növekv®k, és bels® akkumulációs pont a Lagrange-stacionaritást teljesíti. Szigorú lo-

kális minimum csak akkor állítható, ha BT∇2fΩ(w
∗)B pozitív de�nit; globális egyediség és

optimalitás általánosan nem garantált. A pontosság rekonstrukciós/becslési lépésként ja-

vítható úgy, hogy a hiányzó értékeket âij = w∗
i /w

∗
j , (i, j) /∈ Ω′ becsléssel pótoljuk, majd az

iterációt újraalkalmazzuk; ez nem önálló konvergencia- bizonyítás.

Bizonyítás. Inkonzisztens mátrixoknál általában nincs olyan w, amely az összes aij =

wi/wj feltételt kielégíti, így fΩ(w
∗) > 0. Az iteráció azonban az Sε kompakt voltán és

az Armijo-szabályon keresztül stacionárius pontba konvergáló részsorozatokat ad. A hiány-

zó elemek rekonstrukciója âij = w
(k)
i /w

(k)
j frissíti Ω′-t, M-et és b-t; a folyamat ismétl®dik,

amíg fΩ(w
(k)) < εf . S¶r¶ Ω′ (|Ω′| ≥ ⌊n(n− 1)/2⌋) gyakorlatilag javítja a numerikus stabi-

litást, mivel rank(M) közelít n− 1-hez, csökkentve a kondíciószámot. Globális optimalitás

vagy inicializálástól független egyediség általánosan nem garantált.
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4. Dinamikus projekciós eljárás AHP-hez

4.7. Tétel. Legyen R ∈ R egy inkonzisztens additív PCM, felbontva R = RC+RI-re, ahol

RC ∈ R∗, RI ∈ R⊥. A standard projekció RC =
∑n−1

i=1 ⟨R, Ei⟩F Ei, és a dinamikus bázis

Fi = Ei + αiui, ahol ui ∈ R⊥, ∥ui∥F = 1, és {F ′
i}n−1

i=1 a Gram�Schmidt eljárással kapott

ortonormális bázis. Léteznek αi ∈ [−ε, ε] (ε > 0, kicsi) úgy, hogy a perturbált projekció

R′
C =

∑n−1
i=1 ⟨R, F ′

i ⟩F F ′
i kielégíti ∥R−R′

C∥F < ∥R−RC∥F .

Bizonyítás vázlat. Az R tér zárt lineáris altér a Frobenius-skalárszorzó ⟨X,Y⟩F = tr(X⊤Y)

mellett, ezért Hilbert-térbeli ortogonális felbontás létezik: R = RC⊕RI , a megfelel® ortogo-

nális projektorokkal ΠR és ΠR⊥ . Az ortogonalitásból következik a Pitagorasz-tulajdonság:

∥R∥2F = ∥ΠRR∥2F + ∥ΠR⊥R∥2F . Dinamikus ortonormált bázis bármely R-t kifeszít® gene-

rátorrendszerb®l el®állítható Gram�Schmidt-eljárással.

4.8. Tétel (Súlyozott projekció hibametrika szerint).

A súlyozott projekció Rw
C =

∑n−1
i=1 ρi ⟨R, F ′

i ⟩F F ′
i , ahol F

′
i a dinamikus ortonormális bázis,

és ρi a megbízhatósági súly:

ρi =
Var−1(ri,n)∑n−1
j=1 Var

−1(rj,n)

(a ρi jelölést használjuk, mert a prioritássúlyokat wi jelöli), Rw
C olyan súlyokat ad vi =

1
n

∑n
j=1(R

w
C)ij, amelyek a megbízhatóságra érzékeny súlyozott hibanorma szerint nem rosszab-

bak, mint a súlyozatlan projekcióból kapott közelítés. A normák ekvivalenciája miatt létezik

c > 0, hogy

∥R−Rw
C∥F ≤ c ∥R−R′

C∥F , R′
C =

n−1∑
i=1

⟨R, F ′
i ⟩F F ′

i .

A sima Frobenius-normára ∥R − Rw
C∥F ≤ ∥R − R′

C∥F nem általánosan teljesül; ehhez

további feltételek szükségesek.

Bizonyítás vázlat. A súlyozott projektor ΠW
R a következ® minimumfeladat megoldása:

minX∈R ∥R−X∥2W = minX∈R⟨R−X,R−X⟩W , ahol ⟨X,Y⟩W = ⟨WX,Y⟩F , W ≻ 0. Ez

a súlyozott ortogonális vetítés de�níciója.

A normák ekvivalenciája miatt létezik c > 0, hogy ∥R−ΠW
R (R)∥F ≤ c ∥R−ΠR(R)∥F .

A sima Frobenius-norma szerinti javulás (c ≤ 1) külön feltételeket igényel; általánosan csak

a normák ekvivalenciájából adódó c > 0 állítható.

4.9. Tétel. Egy additív PCM-re R ∈ R n ≤ 10 mellett, a projekció R∗-re a {F ′
i} bázissal

olyan súlyokat ad vi =
1
n

∑n
j=1(RC)ij, amelyek hibája korlátozva ε

√
nσmax(R)-nel, ahol ε

a gépi pontosság és σmax(R) az R legnagyobb szinguláris értéke.

Bizonyítás vázlat. A lineáris ortogonális projekció Hilbert-térben nemexpanzív, azaz 1-

Lipschitz tulajdonságú. Ezért bármely R,R′ esetén

∥ΠR(R)− ΠR(R
′)∥F ≤ ∥R−R′∥F .

Ez az ortogonális vetítés általános tulajdonsága, amely az ortogonalitásból és a Pitagorasz-

felbontásból következik.
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4.10. Tétel. Az

µ(R) =
n−2∑
h=1

n−1∑
k=h+1

∣∣⟨R, Ghk⟩F
∣∣

σmax(R)

inkonzisztencia-mér® rögzíti a ciklikus eltéréseket és nem nulla inkonzisztens PCM-eknél.

Bizonyítás vázlat. A ∥RI∥F mennyiség R távolsága a konzisztens altért®l (Frobenius-, azaz

euklideszi értelemben), mivel RI = ΠR⊥(R).

A klasszikus CI/CR mutató ezzel szemben a multiplikatív térben fellép® spektrális

eltérést méri, tipikusan a λmax − n mennyiségen keresztül.

A kett® közti kapcsolat standard stabilitási és spektrális perturbációs érvekb®l adódik:

Weyl-típusú becslések a sajátértékekre, valamint log-doménbeli linearizáció, amelyek meg-

felel® C > 0 konstans mellett ∥RI∥F ≤ C κ(A) alakú korlátot biztosítanak.

4.11. Tétel. Egy hiányos PCM-re R ∈ R összefügg® összehasonlító grá�al, a projekció

R∗-re a {F ′
i} bázissal súlyokat ad vi = 1

n

∑n
j=1(RC)ij, hibával korlátozva ε

√
nσmax(R

′)-

nel, ahol ε a gépi pontosság és σmax(R
′) a kitöltött mátrix R′ legnagyobb szinguláris értéke.

Minden hiányzó elemre rij számítunk egy súlyozott átlagot az i és j csúcsokat összeköt®

összes útvonalon az összehasonlító gráfon:

rij =
∑
p∈Pij

βp (rip1 + rp1p2 + · · ·+ rpkj),

ahol Pij az i-t®l j-ig tartó összes útvonal halmaza, és

βp =
e−hossz(p)∑

q∈Pij
e−hossz(q)

priorizálja a rövidebb útvonalakat, ahol hossz(p) a p útvonal éleinek száma.

Bizonyítás. A feladat egy súlyozott legkisebb négyzetes projektálás R-re hiányos minta

felett. Az u-paraméterezésben a célfüggvény szigorúan konvex, ezért egyértelm¶ minimum-

pont létezik. Ez a minimumpont éppen a súlyozott ortogonális vetítés, vagyis a megoldás

ΠW
R (·) alakban adódik.

4.12. Tétel. Egy hiányos PCM-re akár
⌊(

n
2

)
/2
⌋
hiányzó elemmel és összefügg® összeha-

sonlító grá�al, a projekció R∗-re rangstabilitást ad: a rangfordulás valószín¶sége korlátozva

ε n2
√
nσmax(R

′)-nel.

Bizonyítás vázlat. Konzisztens skálázás multiplikatív térben additív térben konstans elto-

lásnak felel meg: u 7→ u+ c1. Ez az eltolás nem változtatja a ΠR(logA) objektum rangját,

mivel a konstans irány nem módosítja az altérre vett vetítés lényegi dimenzióját. Így a

rang invariáns.
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5. Grafon alapú módszer nagy méret¶ PCM-ekhez

5.13. Tétel (Zajos modell: log-térbeli hiba alsó korlát). Tegyük fel, hogy Aij = Wij e
εij ,

Wij =
wi

wj
, εij ∼ N (0, σ2), független zajjal (i ̸= j). Ekkor a log-térbeli Frobenius-hiba tipikus

nagyságrendje ∥ logA− logW∥F ≳ nσ, azaz a minimálisan elérhet® hiba a mátrixmérettel

és a zajszinttel skálázódik.

Bizonyítás. Legyen Aij = Wije
εij , Wij =

wi

wj
, εij ∼ N (0, σ2), és de�niáljuk L = logA,

M = logW. Ekkor elemenként Lij − Mij = log(Wije
εij) − logWij = εij. Következésképp

∥L − M∥2F =
∑

i,j(Lij − Mij)
2 =

∑
i,j ε

2
ij. Mivel E[ε2ij] = σ2, adódik E∥L − M∥2F =∑

i,j E[ε2ij] = n2σ2. Továbbá
∑

i,j ε
2
ij/σ

2 ∼ χ2
n2 , ezért χ2 eloszlás tulajdonsága miatt

∥L−M∥F = σ
√

χ2
n2 = nσ (1± o(1)) nagy valószín¶séggel, amib®l látható hogy:

E∥L−M∥F ≈ nσ. Ez megmutatja, hogy a log-doménbeli hiba tipikus értéke legalább nσ

nagyságrend¶, tehát ez az alsó határ.

5.14. Tétel (Grafon-közelítés konvergencia). Legyen A(n) egy PCM-sorozat, amelyre

A
(n)
ij = W

(
i
n
, j
n

)
eεij , εij ∼ N (0, σ2). Spektrális klaszterezéssel kapott blokkos grafon-közelítés

mellett a közelítés W (n) konvergál W -hez vágás-távolságban, és log-térben a Frobenius-hiba

nagyságrendje ∥ logA(n) − logW(n)∥F ≈ nσ nagy n esetén.

Bizonyítás. A spektrális klaszterezés a legnagyobb k sajátvektor által kifeszített altérre

vetít, és így blokk-állandó közelítést ad Wn-re. Grafonelméleti eredmények alapján [13,

14] ez a vetítés a vágástávolságot kontroll alatt tartja. Logaritmikus térben legyen R =

logA, Rn = logWn. Ekkor az eltérés Frobenius-normában ∥R −Rn∥F ≈ nσ. A vágás-

távolság becsülhet® a Frobenius-normával: dcut(A,Wn) ≤ ∥A−Wn∥F
n

. Kis zaj esetén eεij −
1 ≈ εij, ahol εij ∼ N (0, σ2), így E∥A−Wn∥F ≈ nσ. Ebb®l következik dcut(A,Wn) ≲ σ. A

geometriai közép alapú �nomítás a konzisztens altérbe vetít, és ortogonális projekcióként

nem növeli a Frobenius-hibát. Ezért a konvergenciaállítás fennáll.
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Nyilatkozat 
 

Alulírott Nemeskéri Dániel nyilatkozom, hogy a szakdolgozatom/diplomamunkám1 
elkészítésénél az alábbiak szerint használtam MI eszköz(öke)t. 

Részfeladat2 Felhasznált MI 
eszköz 

Felhasználás 
helye3 

Megjegyzés 
(opcionális) 

nyelvi, stilisztikai javítás Claude AI, Chat 
GPT, Grok 

teljes dolgozat helyesírási hibák, 
karakterek index 
javításai, 
szövegjavítás 

kódolás Claude AI, Chat 
GPT, Grok 

releváns helyek: 
3,4,5. 
fejezetekben 

debugging 

további latexbéli javítások Claude AI, Chat 
GPT, Grok 

teljes dolgozat csomagok, illetve 
azok beállítása, bib 
file szerkesztése 
(NEM irodalmazás!) 

 

A tételes listán felsoroltakon túl más feladatra nem használtam 
MI eszközt a szakdolgozatom/diplomamunkám1 elkészítésekor.  

VAGY  

A szakdolgozatom/diplomamunkám1 elkészítésénél nem 
használtam MI eszközt.  

 

Nyilatkozom, hogy az MI használatára vonatkozó 4/2025. (X. 28.) rektori utasítás tartalmát 
megismertem, a szakdolgozatom/diplomamunkám1 elkészítésekor a rektori utasítás 
rendelkezéseit betartottam. 

Budapest, 2026. 05. 20. 

 ------------------------------ 

 aláírás 

 
1 A megfelelő aláhúzandó (vagy a nem megfelelő törlendő). 
2 Például: irodalmazás / ábrakészítés / kódolás / nyelvi, stilisztikai javítás stb. A táblázat további sorokkal 
bővíthető. 
3 Például: 2. fejezet / 2., 4. és 5. fejezet / 5. és 7. ábra / teljes dolgozat. 
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